
Clasificador Supervisado basado en 
Algoritmos de Ordenamiento

IPN

MSc. Andrés Gerardo Hernández Matamoros

PhD. Héctor Manuel Pérez Meana



Agenda

Introducción

Algoritmos de Ordenamiento (Clustering)

Funcionamiento del clasificador propuesto

Ejemplo de Clasificación

Aplicaciones del clasificador propuesto

Conclusiones

Referencias

2



Introducción

3



Aprendizaje

Semi supervisadoSupervisado No 
supervisado

Red Madaline

Red Adaline

Retro 
propagación

Máquinas de 
Soporte vectorial

Propuesto

Co-training

K-means

Basados en 
Grafos

Memorias 
Asociativas

Redes de Kohonen

Método Adaptativo

Algoritmo de 
Batchelor y Wilkins

4



Algoritmos de ordenamiento

Consiste en la división de los datos en grupos de objetos similares, esta
similaridad es medida a través de distintas distancias.

Si se conocen o no el número de agrupamientos:

▪Número de clases desconocido

Método Adaptativo.
Algoritmo de Batchelor y Wilkins.

▪Número de clases conocido

K-means

5



Euclideana

Euclideana Cuadrada

Manhattan

Minkowski, m≥2

Promedio

Distancias


=

−=
n

k

VXD kjkjij

1

)( 2


=

−=
n

k

VXD kjkjij

1

)( 2


=

−=
n

k

VXD kjkjij

1

||

m

m
kjkjij

n

k

VXD

/1

1

)(














=

−=


=

−=
n

k

VX
n

D kjkjij

1

)(
1 2

6



Clasificador propuesto
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Entrenamiento
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La matriz X contiene los patrones por 

agrupar, donde ”j” es el número de 

dimensiones e “i” el número de patrones.
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¿Aún 
quedan 

Patrones 
por 

agrupar?

Obtener la distancia de 
todos los patrones con 
todos los centroides.

Para la distancia más 
lejana se crea un nuevo 

centroide.

INICIO
1er patrón [X] crea un centroide

Para la distancia más 
cercana se  asigna el 
patrón al centroide 

correspondiente y se 
recalcula el centroide.

Termina
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La matriz C contendrá los centroides creados, 

para cada clase.
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Pruebas
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¿Aún 
quedan 

Patrones 
por 

relacionar?

Obtener la distancia de 
un patrón con todos los 

centroides.

Para la menor distancia , 
relacionar al patrón con 

la clase a la que 
pertenece el centroide.

INICIO

Eliminar el patrón de la 
matriz P

Termina
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Ejemplo

•100 patrones bidimensionales 
divididos en 4 clases.
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Clase A

Clase B
Clase B

Clase C
Clase A

Clase B

Clase A
Clase D

Clase C

Clase D
Clase D

Clase D

Clase AClase C
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Centroides creados por el 
algoritmo propuesto
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Centroides creados por el 
algoritmo k-means
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Aplicaciones del Clasificador 
propuesto
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Reconocimiento de sonidos del ambiente [19]
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Reconocimiento 27
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Cat Dog Laugh Siren
Breakin

g Glass
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n
Scream Speech
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Sistema Multi-Biometrico usando 
características del rostro [20]
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Filtros de Gabor

Niveles de Fusión
% Identificación

SVM Propuesto

Fusión a nivel sensor 95% 99.33%

Fusión a nivel concatenación 94.66% 99.33%

Fusión a nivel decisión 93.77% 99.33%

Tabla 1.Comparación de resultados usando F. de Gabor.
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Eigenfaces

Niveles de Fusión
% Identificación

Tiempo 

de entrenamiento

SVM Propuesto SVM Propuesto

Fusión a nivel sensor 96.22% 98.33% 13.09 s 8.37 s

Fusión a nivel concatenación 91.77% 98.33% 13.13 s 11.5 s

Fusión a nivel decisión 91.55% 98% 5.97 s 4.18 s

Tabla 2.Comparación de resultados usando Eigenfaces.



Conclusiones

En este trabajo se analizó el clasificador propuesto en diferentes problemas de
reconocimiento de patrones, mostrando su superioridad ya que tiene la característica de
menor complejidad computacional, lo cual se vio reflejado en los tiempos de
entrenamiento comparado con un algoritmo eficiente como lo son las Maquinas de Soporte
Vectorial, teniendo además la ventaja de que se pueden entrenar las clases por separado,
con esto cuando se agrega una nueva clase al sistema, no es necesario reentrenar todo
como sucede con las Maquinas de Soporte Vectorial.
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