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RESUMEN

Uno de los temas de investigacion mas activos en la ultima década, gracias al poder dagrtzoesamiento con
las computadoras actualmente, es la vision artificial mas especificamente la capacidad con la que las com
miran, es decir que ellas sean capaces a través del procesamiento digital de imagenes y el reconocimiento
predecd saber nuestro estado de animo, esto nos lleva a realizar el analisis de un rostro que es una de los
investigacion mas recurrentes en los Ultimos afios con aplicaciones como el reconocimiente de personas, inte
maquina, video nidatelemedicina, etc. En esta tesis se aborda 3 grandes problemas del reconocimiento de €
faciales el primero de ellos es la deteccion del perfil del rostro, por otra parte tenemos la extraccién autom
regiones de interés delrpstr ultimo pero no menos importante es el costo computacional del clasificador que
encargado de aprender y evaluar de manera adecuada las expresiones faciales. Estas dos probleméticas s
detalle, para la deteccion de pexfibgtadn automatica se proponen sigiziemdasiategrales proyectivas,

erosién y dilatacion de imagenes, para el costo computacional se praqamherunletasiiitggoldgaca

difusa, con esto no solo se sabrd a queedasmparipresion, también sera posible saber su grado de pertenen:
con cada clase. Los algoritmos propuestos para los diferentes problemas alcanzan siempre resultados iguals
los reportados en la literatura, siendo comparablesnstitulencel estado del arte, pero con una mejora muy
significativa de la eficiencia computacional.






ABSTRACT

One of the most active research topics in the last decade, thanks to the processing power with which
currmetly count, is artificial vision, more specifically the ability with which computers look at us, that is to say th.
are capable through of the digital processing of images and the recognition of patterns of predicting or knowi
of mind,ithleads us to perform the analysis of a face that is one of the most recurrent research topics in rece
with applications such as recognition of jpeaénenra@araction, video surveillance, telemedicine, etc. This thesi
addresses 3 npaslems of recognition of fasgbegpiiehe first prablénm detection of the face profile, on
the other hame have the automatic extraction of the regions of interest of the face and, last but not leas
computatial cost. of the Gksgiawvill be in charge of learning and evaluating facial expressions appropriately. The
two problems are studiedsrfolethé detection of profile and automatic extraction algorithms are proposed base
the projective integrals, eroditatatith of imafpeeduce the computational cost, a classifier base don clustering
and fuzyy logic is proposed, this classifier gives what class belongs aih wipedssibe peksige to
know your degree of belonging witls.€Blold ptaposed algorithms for different problems always achieve resul
equal to or higher ti@se reported in the literature, being comparablbtatigiod tise art, but with a very
significant improvement in computational efficiency.
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R ANTEAMIENTO DEL PROBLEMA

El reconocimiento de patrones es un tema que ha sido abordado en la literatura a través de los afios,
por sefiales unidimensionales, hasta llegar a tener imagenes en 2 y 3 sigsremnsioneR Entasa del
reconocimiento de expresiones faciales a través de una imagen en 2 dimensiones, se propone esto debic
mayoria de sistemas de video vigilancia o dispositivos electrénicos cuentan con este tipo de cAmaras.

Los sistengie@seconocimiento de expresiones faciales mediante visién artificial han enfredtamldealgunos obstact
las mayores dificultades proviene del hecho de que la cara es un objeto tridimensional y saddcaso de identific
en imagenes seaedsclo dos dimensiones, esto representa perdida de informacién al usar camaras normale
los estudios tienen el inconveniente de que dichas imagenes del rostro al ser adquiridas por la camara p
rotacion, traslacion, oclusiontptatiahoacion de luminosidad, cambio de fondo, etc.

Por otra parte se tiene una dificultad mas que radica en que es necesario recortar el rostro del sujeto de ma
asi como las regiones de interés del mismo, para evitar infoenpeciErelnsistecesde reconocimiento de
expresiones faciales, esto es porque al hacer un gesto felicidad o de tristeza el cabello no se mueve o rep
cambio importante a diferencia de la boca o los 0jos que a través de estunliosnse laanreigimmesnad
importantes al momento de realizar diferentes gestos con el rostro.

Un caso especial en el reconocimiento de expresiones es el caso de las secuencias de video donde no to
proporciona una toma del rostro de mgmradtaméaddn es primero lograr identificar cuando un rostro se cuandc
de frente para asi después poder realizar el andlisis de necesario para determinar la expresion facial de la p

Previamente hemos hablado de las regiones de iatertxgdal ebsémopocimiento de expresiones faciales, pero
no es todo el problema que se tiene al hacer el reconocimiento, una parte muy importante del reconocimient
es la parte del clasificador , para que esta funcione de maesitaadetindaateres que describan de
manera adecuada lo que se desea clasificar, en algunas ocasiones esto no siempre es posible y dichos vec
ser separados de forma lineal o con algunas técnicas que ya existen encddiaratucamatesnartdEiales

o las maquinas de soporte vectorial, por esta razén se aborda enllestie tesislakifiesdor easado

técnicas de clustering y logica difusa.

XXI






JUSTIFICACION

En la actualidad dentro deatarbiteexisten varios sistemas de reconocimiento de expresiones faciales
mayoria de los algoritmos desarrollados para estos sistemas son fundados con imagenes en 2 esto es porque
mas comerciales, desafortunadamente estobrsitidompasi@s cambios de rotacion y traslacion del rostro,
asi como de los cambios en la intensidad de la iluminacion, las limitaciones anteriormente descritas son al
dificultades que se pretenden resolver en esta tesis,dmelgrdblénfasie la rotacion del rostro, extraccion
automatica de las regiones de interés y el costo computacional del clasificador.

Recientemente, para superar estos desafios se han realizado estudios de que regiones del rostro son las qu
distintas expresiones como lo es alegria, tristeza, ira etc., dichos estudios ayudaran al sistema a ser mas ro
variaciones del rostro debido a los diferentes factores antes mencionados. Con sistemas mas robustos es p
condignes controladas para aplicar los sistemas de reconocimiento de expresiones faciales en condiciones |
esto se refiere a no siempre tener un fondo fijo, variaciones en la iluminacién y diferentes angulos del rost
diferentes argydéd rostro es un problema muy comdn en ambientes descontrolados ya que no siempre se pue
frente a la persona viendo a la camara.
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MIETIM@NERAL

El objetivo principal es desarrollar un sistema de reconocimiento de expresiones faciales, que se:
reconocer el perfil de una persona, segmentar de manera automatica las regiones de interés y finalmente dar
de parentesco conadi las expresiones faciales con las que cuenta este sistema

Objetivos Particulares

91 Desarrollar un sistema que permitzIreesfiloderun rosinouna imagen, esto es si la persona esta
viendo de frente a la cAmara o si se encuentralgitadadacia

9 Desarrollar un sistema que regjinentasion de manera automatica de las regaeiassteointerés
estas regiones de interés son la boca y la frente/ojos.

91 Desarrollar un clasificadar éaggdnicas de clustering y Iégcpadifureducir los tiempos de
entrenamiento del sistema.

1 Aplicael sistema desarrollatha érase de dategldes con ambiente no controlado

XXV






INTRODUCCION

En enero de 2000, Oliver, Rosario y Pentland, investigeddresndilgiostide Massachusetts
perteneciente al | aboratorio OMedia Labd, public
computacional, a | a que /bokimperad/fld. &stecdoentwhatilardala d o a |
trayectoria de dicha &rea y de su perspectiva a futuro, anticipando tecnologias, aplicaciones y problemas. H
computadoras son basicas en el dia a dia del ser humano y conforme el mundo se vuelve mas complejo
aprater a utilizar nuestros recursos con mayor eficiencia, sin duda para lograr esto necesitamos de la ayu
pueden ofrecer las computadoras.

Desde los inicios de las computadoras el hombre ha buscado con ayuda de estas tener una vida
siepre intentando tener lo mejor al menor esfuerzo posible, dejando a estas a cargo de tareas monétonas y
tareas complejas, es por ello que dia a dia, en todo el mundo, se estan realizando multiples esfuerzos de u
empresas, padepdesarrollar sistemas inteligentes donde la interaccion entre el ser humano y las computa
mas natural, para esto necesitamos que | as compu

Por esta situacion esta investigacion esta cesioada/enceliexgecsiones fackiesdando 3 de
los principales problemas que presentan el reconocimiento de expresiones faciales, asi como una aplicaci
controlado, esta tesis esta organizada de la siguiente manera: Capitulo 1rdesidstribemmiBatantecede
de expresiones facialestado dekaRor su parte en el capitolstiamos las 3 principales contribuciones de
esta tesis, para en el caprtagtrar 2 sistemas de reconocimiento de expresiones faciateapmraarastiliz
realizadas en estas tesis con el objetivo de compararse con otros autores.
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Capitulo 1. Antecedentes

CapituloMITECEDENTES

Desde el inicio de la computacion se ha buscado que las computadoras nos ayuden a realizar difere
que seaapaces de interactuar esto nos llevado a forjar un termino que Bag en @i esenaynuo ¢ i mi e n
patronesof[ 2], esta es | a ciencia que se encarga
sefales, representatiniegaeciencia trabaja con base en un conjunto previamente establecido de todos los
objetos (patrones) individuales a reconocer. El margen de aplicaciones del reconocimiento de patrones es |
embargo las mas importantes estada®zm la vision y audicion por parte de una computadora, de forma anals
a los seres humanos. El esquema de un sistema de reconocimiento de patrones consta de varias etapas re
si (los resultados de una etapa pueden mod#itas lde ptapas anteriores). La siguiente figura muestra un
esquema general de un sistema de reconocimiento de patrones, en el cual el sensor tiene como proposito
representacion factible de los elementos del universo a seistbisiferadasulg smportante ya que determina
los limites en el rendimiento de todo el sistema. La Extraccion de Caracteristicas es la etapa que se encarg
patron de representacion, de extraer la informacién discriminaforraaditninaddmdaime e irrelevante. El
Clasificador es la etapa de toma de decisiones en el sistema. Su rol es asignar los patrones de clase des
categoria apropiada.

Jniverso Patron 3 Caracteristicas Macilficra

\sor Extractor

pecision

Q

|
|

Caracteristicas

FIGURA.1 ESQUEMA GENERAL DE UN SISTEMA DE RECONOCIMIENTO DE PATRONES.

El objetivo de estas etapas es ajustar el sistema para que sea capaz de clasificar sefiales u objetos
en una de las clases predefinidas. Pafcaeldiziehen cierto nUmero de caracteristicas y para poder clasificar
satisfactoriamente sefiales de entrada, es necesario un proceso de aprendizaje en el cual el sistema crea un
una de las clases a partir de una secuencia decectrgnatoidetoectores de caracteristicas de cada una de las
clases. El sistema de reconocimiento de patrones debe tener en cuenta las fuentes de variabilidad como
rotaciones, cambio de escala y deformaciones, lo cual se lagrecinshoya nidoegrtrénamiento patrones que
hayan experimentado estas modificaciones.

Como se puede observar, el reconocimiento de patrones es la base tedrica mas importante para la realizacio
de reconocimiento de expresiones fadalés figricantad, para nuestro sistema de reconocimiento de expresion
faciales;

1 El Universo corresponderia a la expresiones faciales por clasificar, el sistema propuesto en esta tes
7 expresiones faciales (Miedo, asco, tristedad emejirdklgario y sorpresa).
9 El sensor seria la camara de la cual se obtuvieron las fotografias o el video de las personas.
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1 En el Extractor de caracteristicas existen en la literatura diferentes métodos como son Filtros c
Transformada Wdyesatiiptores Locales de Weber (WLD), etc. Es muy importante sefialar que estos r
de extraccion de caracteristicas se han aplicado en el rostro tanto de manera global (toda la imagel
manera local (ciertas regiones del rostro).

1 En este puntingortante que en algunas ocasiones es necesario aplicar reduccién dimensional, algun
algoritmos mas clasicos son el analisis de componentes principales (PCA por sus siglas en ingles
discriminant Analysis), etc.

1 En la parte del fitzglor, esta es la parte encargada del sistema de aprender y tomar una decision so
pertenencia de un patron a cierta clase; dentro de la literatura existen diferentes clasificadores comc
redes neuronales artificiales y las maquirtasvdetarigd, desafortunadamente estos clasificadores
representan un costo computacional elevado.

La investigacion de las expresiones faciales ha sido un tema recurrente, por esta razoén la dltima década se
investigaciones sobre es8{&mecfualmente ya existen algoritmos capaces de distinguir rostros en una imag
hasta sonrisas, 0jos, nariz etc. como es el caso de los algoritmos con |64 Huksedsren WipdanCv[9]
Jones[12], desafortunadamente estontes smaraspiicier detectar la expresion facial de una persona y con estc
lograr saber su estado de animo, esto sucede porque al realizar una expresion facial alguna persona puec
mueca y otra no, aunque existen algunos movimientoslejumeasereaizaluntaria cuando realizamos una
expresion facial, en [13] es posible observar que musculos del rostro son lo que se mueven a cada expresiot
a esto es posible determinar las regiones de interés del rostro. @tesentdlalmacpum®ser una expresion

facial es si el rostro no esta viendo de frente a la camara, alguna oclusion parcial del rostro o problemas de I
Por estas razones, es que propone en esta tesis el detector de perfil dacién rastomddi e gmdas

regiones de interés y un clasificador con menos codtasameputhcteratg y |6gica difusa

La cantidad de informacién que los seres humanos podemos extraer de mirar a simple vista, en una ir
vemos a unaspea realizando una expresion facial es sorprendente, como ejemplo realizaremos un pequefo
mostrado en la siguiente figura

Test de Habilidad de percepcién Facial

Apareadguna cara humana en la
de laizquierda. En caso afirmativo
centro de los ojos y la boca y elija
respuesta para cada una de las c:
Sexohombre/mujer
Edad aprox.bebé, nifio, joven, adulto, ancia
Raza caucasico, negaticas hindu, otra
Giro cabezaizq., der., arriba, abajo, frontal
Mirada hacia izq., der., arriba, abajo, frontal
Ojos y bocaabiertos, cerrados, entreabierto
FIGURA 1.2 EXPERIMENTO DE PERCEPCION HUMAN.  Expresionneutra, triste, alegre, sorpresa, as
ROSTRO. Tiene gafas, bigote, barba, peca®s,. sombre
Nombre de la Persona:
Sin duda alguna el lector fue capaz de diferenciar cada una de las cuestiones que le ha pregunte

experimento anterior, esto es porque al ver una imagen de manera inmediata: contamos el numero de pers
2
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aders&e su localizacion ; es decir, para cada uno, sabemos si se trata de un hombre o de una mujer, s
posiblemente, su grupo étnico especifico; diferenciar si es una persona anciana, adulta, joven o nifio, si usa
sombrero, si tiertmalmbigote, si es calvo, si es rubio 0 moreno, si tiene pecas, si lleva tatuajes, etc.; por otra
somos capaces de mencionar la orientacion del rostro respecto a la camara, hacia donde esta viendo, si

publica hasta el nombrepodemasaec . Lo que respecta a | as expresi
de Activaci -no, asociadas a | o <conmstewestudip serddésarrsllad e |
una herramient a | lusameardnsienta ddaclidd diFefalhyy@dndtr@ida payaufaeilites, €n el

ambito general de los estudios de Bellas Artes, la ensefianza yfehdpreadipajarmkdnsicos y biomecénicos
que configuran la morfologia de la expeekidrofdeiaépresentar emociones.

FIGURA.2 SOFTWARE ARTANATOMY.

Con ayuda del software mostrado en la figura anterior es posible distinguir a cada expresion facial de las que
analizar en @gfsis cuales son los movimientos que realizan los muasculos como se muestra en la siguiente fig
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Miedo Ira Molestia

FIGURA.3 DIFERENTES MOVIEMIENTOS DE LOS MUSCULOS DEL ROSTRO CON DIFERENTES EXPRESIONES FACIALES.

El redtado del analizar las expresiones faciales nos permite inferir informacion sobre el estado de animo de
con esto es posible determinar si esta feliz, triste, indiferente, si esta actuando o la expresion es natural. Y t
no hablar s sensaciones o impresiones subjetivas que una cara provoca en el observador: simpatia, antip:
lastima, atraccion, etc. Es importante mencionar que para la realizacion de un sistema de reconocimiento ¢
faciales se tienen 2 rapiegtantes como lo muestra la figura 1.1, la parte del sensor y extractor de caracteristic
este caso del rostro y la parte del clasificador, por lo que este capitulo lo dividiremos en los siguientes sub
primero de ellos el 2.1 daopieragalizar el analisis de expresiones faciales, siendo el primer paso la deteccic
un rostro en una imagen y el subcapitulo 2.2 referido a los casificadlarditenadisra actual.

L1DETECTORES DE ROSTRO

Como sucede en todowitss de la computacién donde se intenta reproducir las capacidades que ten
los seres humanos, nos encontramos con muchas dificultades, algunos algoritmos en el area del reconocin
se mencionan a continuacion.

1 Uno de los detectorestdes mas populares, el algoritmo de Viola Jones, se explica en la subseccion 2.
que fue uno de los algostdeyara la realizacion de esta tesis.

1 Otro detector clasico eathdrablsqueda exhaustiva mudtisediziacjon de histogramas y redes
neuronales [14].

9 El algoritmo de CamShift[15] que se basa en el proceso de seguimiento por color.
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Los algoritmos descritos anteriormente llegan a presentar fallos, esta es una de los grandes problemas que
el tema de vision artificial y reconocimiento de patrones, en algunas ocasiones se debe a el sobreajuste a
entrenamiento, la escasa capacidad de generalizacién de los métoi@Etcetgpesadidajms obstaculos

antes menaios, el beneficio que supondria disponer de técnicas automaticas capaces analizar y trabajar c
humanos motiva sobradamente la investigacion en este &mbito. Muchos avances en los problemas de ros
extendidos, de hecho ya lo¢mmelgiEd [16, 17] a otros dominios.

11. MOLADNE& GORITMO

El algoritmo de Viola Jones es un método de deteccion de objetos que destaca por su bajo costo comput
permite que sea empleado en tiempo real. Su desampoli@fpeahbietivadte la deteccidén de caras, donde sigue
siendo ampliamente utilizado, pero puede aplicarse a otras clases de objetos que, como las caras, estén ca
patrones tipicos de iluminacion [18][19]. El algoritmo se basaclkesificeal@eseddbiles denominados
caracteristicas-llaague se pueden calcular eficientemente a partir de una imagen integral. Estos clasificado
por si mismos tienen una probabilidad de acertar solo ligeramente superioaa én deleazascadaagrup
empleando un algoritmo de aprsadizaj@taBoost para conseguir un alto rendimiento en la deteccién asi cor
una alta capacidad discriminativa en las primeras etapas, a continuacién explichremos de cada una de las
mecionadas.

1.1.1.1 Caracteristicas Hatike

Las Hahike son los elementos con los que se realiza la deteccidn. Reciben este nombre por su parentesco a
de Haar [20]. Estas son caracteristicas muy simples que se buscan emsistemdayelaedifeiguneiaode
intensidades luminosas entre regiones rectangulares adyacentes. Las caracteristicas por tanto quedan def
rectangulos y su posicion relativa a la ventana de busqueda y adquieren un valor mapeinidoidresultado de la
gue evaltan. En el trabajo presentadomes ®idten tres tipos de caracteristicas que podemos observar en
figura 2.4, es importante mencionar que la suma de los pixeles en las areas grises se resta a la de las areas

i Caractsticas de dos rectangulos cuyo valor es la diferencia entre las sumas de los pixeles contenidos
rectangulos. Las regiones tienen la misma area y forma y son adyacentes.

9 Caracteristicas de tres rectangulos que calculan la diferetacigutrtrextiesioees y el interior
multiplicado por un peso para compensar la diferencia de areas.

1 Caracteristicas de cuatro rectangulos que computan la diferencia entre pares diagonales de rectangt
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L e

FIGURA.4 EJEMPLOS DE CARACTERISITCAS DE 2,3 Y 4 RECTANGULOS.

Para el algoritmo de Viola Jones, las caracteristicas se definen sobre una ventana de blusqueda basica de 2

1.1.1.2 Imagen Integral

La suma de los pixelesrdetamgulo puede ser calculada de manera muy eficiente empleando una represel
intermedia denominada imagen integral. La imagen integral en el punto (X, y) contiene la suma de todos lo
estan arriba y hacia la izquierda de ese imagerot@inal, como lo muestra la siguiente ecuacion:

O4dftsy B 5 Owfp . (11)

Donde Im(x,y) es la imagen integral e i(x,y) es la imagen original. La imagen integral se puede calcular en una
de la imagen empleasdplastes 2 ecuaciones:

i oo WU p i, (12)

Qadn  Qaw phd i ao. (13)
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Donde s(x,y) es la suma acumulada de la-file8,ecov(3(%0.

Usando la imagen integral, cualquier suma rectangular se puede calcular con cuatro referencias a memoria ¢
en la figura 2.5. Las caracteristicas de dos rectangulos se pueden computar con 6 referencias , para tres ri
pasa a 8, yoapara caracteristicas con cuatro rectangulos.

FIGURAL5 EJEMPLO DEL CALCULO DE LA SUMA DE PIXELES EN UN RECTANGULO[13].

1.1.1.3 Proceso de Aprendizaje

Para el proceso aprendizaje es necesariaptesiiianje sapdpara crear la cascada de clasificadores. Este
proceso se realiza mediante un atgarigemcAbdaBoost, uralget#mo adaptativo de machine learning cuyo
nombre es una abreviatura de adaptative boosting. El bodstingr aorssiserie de clasificadores débiles y
combinarlos para construir un clasificador fuerte con la precision deseada. AdaBoost fue introducido por Fre!
en 1995 resolviendo muchas de las dificultades practicas asociegasgaldiodase@iderdredimiento de
Violdones, AdaBoost se utiliza tanto para seleccionar un pequefio set de caracteristicas de las 180000 posit
entrenar el clasificador. Para seleccionar las caracteristicas, se entrendimifasdsadasas uddileica
caracteristica. Para cada caracteristicas, el clasificador débil determina el valor umbral que minimiza los €
clasificados. Un clasificadd@géimt tanto consiste en una cara€@isticalor umbra@un coeficiente

n dicando la direccion del signo de desigualdad.

s ph | Qe n— (14)
Q0 maB 8

A continuacion el algoritmo AdaBoost empleado es descrito a continuacién de manera matematica, junto cor
grafica quee puede observar en la figuEm tada ronda se selecciona un clasificador débil y por tanto una
caracteristica

7
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1 Sepat de un conjunt o de ;i¥Bppm ej@plos(negatiyos ypbsitivog , ( X
respectivamente.

1 Seinicializan los gesesl /24 , 1/Zxparaiy= 0, 1 respectivamente donde m es el nUmero de negativos
y | el nUmero de positi

M1 Para cada ronda, t = 1, ¢é, T:
1. Normalizar lo@pesmo lo muestra la ecuacion

x N F‘v. (15)

2. Para cada caracteristica, j , entrenar un ¢laséisattoube una caracteristica. El error se evalta
teniendo en cuenta los pasuse Wuestra la ecuacion

Q B Qo o . (16)

w

Se escoge el clasifigadmm menor error.
4. Se actualizas pesos, usando la ecuacion

W LR (17)
1 Donde=0 si el ejempi®a clasifica correctamente y 1 en casd contearibbe:
El clasificador fuerte final se muestra
phi 8 | Qo -B | (18)

E o L
T (& &8

donde & 1/7 .
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Clasificador débil 1

Se incrementan los

=

—

pesos §

Clasificador débil 2 P

Clasificador débil 3

El clasificador final es una
combinaciéon lineal de los
clasificadores débiles

FIGURA.6 REPRESENTACION VISUAL DEL PROCESO ADABOOST[15].

En vez de construir un unico clasificador mediante el proceso descrito anteriormente, se pueden construir
mas pequefiefigientes que rechacen muchas ventanas negativas (es decir, aquellas que no incluyan ningun
del objeto buscado) manteniendo casi todas las positivas (es decir, las que contienen una instancia del ob
Estos clasificadores més sémytilizan para rechazar la mayoria de las ventanas de busqueda y solo en aquell
las que hay mayores probabilidades de encontrar caras se llama a clasificadores mas complejos que dismin
de falsos positivos. Estsoeaepresentka figura7l Con esto se obtiene una cascada de clasificadores, cada
uno de los cuales es entrenado con AdaBoost y después sus valores umbrales se ajustan para minimizar los |
La cascada entrenada pionésigene 38 etapasig B@30 caracteristicas pero de media se evallan Unicamente

10 caracteristicas por ventana de busqueda [22].
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Todas las ventanas

de bisqueda Mis features, menos
falsos positivos
Cara Cara Deteccion
Clasificador Clasificador fros==========="" Clasificador en la
1* etapa 2" etapa etapa n ventana
Sin cara Sin cara Sin cara

Ventanas de blisqueda descartadas

FIGURA.7 ESQUEMA DE CLASIFICADORES EN CASCADA.

El siguiente paso es el pratetsoaén de un rostro para esto Lasadmparesntrenar al algoritmo fueron
normalizadas para minimizar los efectos de diferentes condiciones de iluminacion, por tanto, también resi
realizar la normalizacion en el procesondédetesltd, en vez de normalizar la imagen antes de comenzar el
andlisis, lo cual implicaria cambiar el valor de todos los pixeles, resulta mas sencillo corrégjichss valores de las «
conforme se van calculando. Para normalizataseieraplea la

(19)

|©

Donde m es la media del valor de los pixeles, que puede calcularse a partir de la imagen integral. La suma
al cuadrado se puede obtener a partir de una imagen integral de la intcageadd deachealtictiaticas se

evalla sobre una ventana de busqueda cuadrada que barre la imagen con incrementos de unos pocos pixel
se realiza a distintas escalas obtenidas al multiplicar la escala anterior por un fattoedeedchig, normalme
1.3. Puesto que el detector es poco sensible a pequefias translaciones y diferencias de escala, se suelen pr
detecciones alrededor de cada cara. De hecho, se puede exigir que las detecciones tengan un determinadc
de detecciones vecinas para disminuir el nimero de falsos positivos. Para combinar las detecciones que se re
objeto, se fusionan las detecciones cuyas areas se solapen mas de un determinado valor umbral y el rec
deteccidn figalcalcula como la media de todos los recuadros que se han fusionado.

10
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1.1.1.4 Algoritmo de Viola Jones en OpenCv

Antes de hablar sobre la implementacion del algoritmo de Viola Jones en OpenCyv describiremos de manera
es OpenCuv.

11.1.40penCv

El 13 de Junio del 2000, Intel® Corporativo anunciaron que estaban trabajando con un grupo de reconocidos
en visiobn por computador para realizar una nueva libreria de estructuras/funciones en lenguaje C. Es
proporcionaria un marco de trabajo deativgumegiodaria al personal docente e investigador a desarrollar nueve
formas de interactuar con los ordenadores. Este anuncio tuvo lugar en la apertura del IEEE Computer Soci
on Computisiovi and Pattern Recognition (CVPR). Fue hay cuando nacié The Open Computer Vision Librar
conocido como OpenCuv. Las libreria de OpenCV estan dirigidas fundamentalmente a la vision por comput:
real. Entre sus muchas areaaaéragistacarian: interacciénauguiniresegmentacion y reconocimiento de

objetos; reconocimiento de gestos; seguimiento del movimiento; estructura del movimiento; y robots moviles

11.1.4.2 Implementacion del Algoritmo de Viola Jones en OpenCv

H algoritmo de deteccion que implementa OpenCv es una version denakgapitenpetmitdodamplear
caracteristicas inclinadas a 45° grados [16]. Otra particularidad que presenta el método empleado en Opet
caracteristicas se dsfibenuna ventana de busqueda béasica de 20x20 pixeles en vez de 24x24.

El codigo relativo a las funciones en cuestion se encuent@uEm@oiineemdadulesbjdetéstc dentro

de |l os ficheros de OpdeendCevt.e cEn. ccpopndc rdeet ol, 3 0eOn |12onse af
cascadas de tipo Haar, Hog y LBP y oOhaar.cppo6 co
Este c-digo compilado forma parte de | a |librer?za

OpenCv tanbfacilita una serie de cascadas ya entrenadas. En este trabajo hemos empleado la c
Ohaarcascade_front al f ac\eopeatsourdedatphaacasgradesdgee fiemrclasnt r a
gue se usaron en este trabajo para tietectao sEs vera mas adelante. Las funciones de deteccion se integran
la clase CascadeClassifier y la funcidn de partida es detectMultiScale cuya definicion es la siguiente:

void CascadeClassifier::detectMultiScale(const Mat& imagblevectie& atii@ctd, dant minNeighbors=3, int
flags=0, Size minSize=Size(), Size maxSize=Size())

11
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Los argumentos de la funcién son:

cascade: cascada de clasificadores Haar. Se carga previamente a partir de un fichero XML.

image: matriz de tipo CWr&lhsme se busca el objeto u objetos a detectar.

objects: vector de rectdngulos donde cada rectangulo contendra un objeto detectado.

scaleFactor: factor de escala que define los incrementos en las escalas de basqueda.

minNeigbours: parametro gea espatifs vecinos debe tener cada rectangulo candidato para que se
aceptado.

flags: seleccion de algunas opciones para formatos de cascada antiguos.

I minSize: tamafio minimo de los objetos a detectar.

1 maxSize: tamafio maximo de los objetos a detectar.

= =4 4 -4 -

]

En el caso de la cascada empleada, detectMultiScale simplemente llama a la funciéon cvHaarDetectObje
funcién se encarga de realizar el escalado y de llamar al resto de funciones necesarias para la deteccion. En
defecto se esleataascada de caracteristicas manteniendo la imagen constante, por tanto, la imagen integral ¢
una sola vez para la imagen original. Con flag= 0|CV_HAAR_SCALE_IMAGE, se escala la imagen por lo
iteracion del escalado hay quercaltudasatimagen integral.

Para cada factor de escala, se llama a HaarDetectObjects_ScaleCascade_Invoker que se encarga de reali:
la imagen en las direcciones horizontal y vertical. Para cada ventana de buUsqueda, se lla
SetimagesFdotttesiferCascade que inicializa los punteros necesarios para que la cascada se evalle en dicl
de busqueda y a cvRunHaarClassifierCascadeSum que ejecuta la cascada.

Por ultimo, la funcién groupRectangles se encarga de combirtiglésseatetacaiuneseantdngulo descartando
los rectangulos que tengan menos de un determinado nimero de vecinos.

11.FROBLEMAS EN EL PROCESAMIENTO FACIAL AUTOMATICO

Los problemas que presenta el procesamiento automaticdidi&nostgsrsel puedkema a resolver,
a continuacién mencionaremos los grandes problemas que aquejan este campo:

Deteccion de rostro€l problema aqui es cuantas rostros podemos ver una imagen, de que tamafio son los
Aqui hay un pargecendental y que es un requisito para los siguientes problemas que mencionaremos, Donde ¢
el rostro, es decir las coordenadas del rostro en nuestra imagen.

1 Localizacion de Componentes facial&@a con un rostro detectado podemosntampelssigiie
reconocer y extraer las regiones de interés del rostros, dentro de esta tesis proponemos un algoritmos
automatica de las regiones de interés del rostro que es invariante a los cambios de iluminacion.

1 Estimacién de Perfil Al iguaque el punto anterior, este es un problemas que se aborda en esta tesis,
la bibliografia actual estiman las pose de imagenes en 3D.
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1

Seguimiento de rostros en vide®Bu objetivo es encontrar las variaciones de posicion, forma y orientacié
de un rostro

Reconocimiento de person&endo uno de los temas que mas bibliografia podemos encontrar.
Extraccion de InformaciénSe busca poder determinar de manera automatica si el rostro esta sufrien
alguna oclusion ya sea por cabello, lentes, bufanda, etc.

Caacterizacion del rostradJno de los principales problemas que ha sido abordado por muchos autor
de diferentes formas coals& @e componentes priP€lgledesde que Kirby y Sirovich demostraron

por primera vez que las caras padidinadasy reconstruidas de forma fiable usando subespacios lineale
de my reducida dimesigi@ad [23]. De hecho, la reduccién de dimensiones es uno de sus usos mas frect
dada una imagen de una cara, representarla de manera coopantygicpaderdand informacion
relevante. Los conceptos de PCA, descomposicidn en valores y vectores profhiosy&ransformada Karh
transformada Hotelling son esencialmente equivalentesawadosdiitaesde consolawén, fil

Wavelet, Haar y Gabor y los modelos de apariencia activa.

Andlisis de Expresion faciaEste es el problema que se busca resolver en esta tesis, en el Capitulo 3.

11.FPLICACIONES EN EL PROCESAMIENTO FACIAL AUTOMATICO

Algunos de los posiblesaderaplicacion asociados a los diversos problemas ya descritos, se describen a contil

1

Biometria y Seguridad.a superioridad de los rostros frente a otras biométricas(Iris, huella, andar etc.)
sido reconocida en muchos articulos €2 poEtstas tecnologias ha crecido de manera importante
teniendo como principales aplicaciones las siguientes: Control de aduanas, documentos de identida
acceso biométrico, video vigilancia, etc.

Interfaces y EntretenimientdEsta aplig@t es una de las que mas investigaciones en los Ultimos afios
ha generado, con el principal objetivo de desarrollar sistemas mas intuitivos y sencillos de manipule
como aplicaciones: interfaces para la navegacion, interaccionvitEojatgosdokbens|a

percepcion del rostro del jugador, control automaticos de camaras, etc.

Indexacion Multimedia.Esta aplicacion tiene como principal objetivo analizar y catalogar toda la
informacion multimedia (videos) que hoy podeniutgratontrar en

12Q ASIFICADORES

Desde el inicio de la humanidad, la sabiduria y la posesién de informacion han sido sinbnimos de su

y poder. Actualmente, la cantidad de informacion de la que podemos disponer graciasdoisternet es inmens
manejo y tratamientos complicados. La introduccion de las nuevas tecnologias han conseguido no solo p
almacenar grandes cantidades de datos, sino que ademas surge la pregunta ¢ Es posible un uso inteligente
para contash esta pregunta se intentan desarrollar métodos de analisis de manera que las computadoras se
de aprender de estos datos, para asi mejorar la eficiencia en sus procesos y obtener algin conocimiento si
de la intervencion humana.
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Como consecuencia a estas necesidades surge un nueva area de investigacion dentro de la informr
es el Aprendizaje Automatico que tiene como principal objetivo realizar maquinas de aprendizaje o clasific
objetivo es lograr apembase a ciertos datos que el usuario le proporcione. Uno de los objetivos principales ¢
subcapitulo es presentar el estado del arte del area del aprendizaje automatico explicando s diferentes tipos
y sus principales algoritmalsimppmencionaremos un area que en los Ultimos afios se ha estado uniendo cc
clasificadores, esta area es la légica difusa.

12. BPRENDIZAJEOMATICO

En Inteligencia Atrtificial, el aprendizaje o aprendizaje automatico se entigmdel comlouma proces
computadora acrecienta su conocimiento y mejora su habilidad. En él se resaltan dos aspectos comple
refinamiento de la habilidad y la adquisicién de conocimiento.

Muchas de las técnicas de aprendizajesagtoreatidnteligencia Artificial estasldan el
aprendizaje realizado por los seres vivos. Para ellos la experiencia es muy importante, ya que les permite
cometer los mismos errores una y otra vez. Ademas, la capacidad de arapésserasol@rasusins
problemas es una caracteristica fundamental de los seres inteligentes. Por lo tanto, podemos mencionar va
peso para estudiar el aprendizaje: en primer lugar, como método de comprensiéon delsagaedo de aprendiza]
término, aunque no por ello menos importante, para conseguir programas que aprendan (desde una perspe
de la Inteligencia Artificial).

Una primera clasificacion de las técnicas de aprendizaje automatico exiatmdiesdpadde realiza
filosofia seguida en el proceso de adquisicidn del conocimiento.

1 En el Aprendizaje Sageovaiprendizaje a partir de ejemplos, con profesor, los ejemplos de entra
van acompafados de una clase o salida correcta.

1 EneAprendizaje No Ssgumaprendizaje por observacion, sin profesor se construyen descripcion
hipétesis o teorias a partir de un conjunto de hechos u observaciones sin que exista una clas
a priori de los ejemplos. El ejemplo masdigediedipo es el de los métodos de agrupamiento
o Clustering.

1 En el Aprendizaje Semi&igamde los ejemplos de entrada no van acompafiados de una clase
salida correcta.

En todo proceso de aprendizaje se han de distinguir desnetepasuebireDamnte el entrenamiento
se han de extraer las conclusiones apropiadas a partir de un conjunto de casos de entrenamiento y se obtie
que sea capaz de mostrar lo aprendido. Posteriormente, durante la fase degandaacakdaendetjue es
modelo obtenido en la fase de anterior usando un conjunto de datos de prueba qusadielsarisser distintos a lo:
fase entrenamiento.
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En la etapa de entrenamiento, durante la construccion del modelo adecidu) sdgeejegnplos cono
los siguientes objetivos:

Precision la proporcién de ejemplos aprendidos sea la mayor posible.
Tiempo de aprendizaje razonable.

Que el ser humano sea capaz de entender el porqué de las cosas.
Adaptabilidad del sistema ante nuemas.situac

= =4 -4

En la fase de prueba, se tiene que realizar una estimacion del error cometido. Para ello se suele u
matriz (denominada matriz de confusion) en la que se muestran los errores que se han cometido al clasifica
prueba para czatagoria o clase. Hay que tener en cuenta que en algunas aplicaciones un falso positivo no et
importante que un falso negativo un ejemplo muy claro de esto es el campo de la Medicina.

En los siguientes puntos se estudian los distprersdipaje deitomatico y se detallan brevemente algunos
de los modelos mas utilizados por ellos.

1.2.1.1 Aprendizaje Supesado

El aprendizaje sspd®s un problema de gran interés en el area de la Inteligencia Artificial, donde los de
de entda denominados conjunto de entrenamiento son instancias de las cuales se vale el sistema par:
perfectamente. El objetivo de la clasificacion es obtener un modelo preciso para cada clase utilizando los at
datos de entrada. El wiotggliolo puede servir para clasificar casos cuya clases se desconozcan o, simplemer
comprender mejor la informacion de la que disponemos

Los casos de entrenamiento utilizados en la construccidn del modelo suelen expragarse en términos ¢
finito de propiedades o atributos con valores discretos 0 numéricos. Las categorias a las que han de asignar
casos deben establecerse de antemano, es por esta razon que esadtEpgerbrajecStareclases seran
disjotas (aunque pueden establecerse jerarquias) y deberan ser discretas (para predecir atributos con valore
suelen definir categorias discretas utilizando términos imprecisos propios del lenguaje natural).

Las técnicas inductivas de dassichasan en el descubrimiento de patrones en los datos de entrada, |
lo que hemos de disponer de suficientes casos de entrenamiento; es decir, mas casos de entrenamiento qt
clases a diferencia, con esto sera posible obtenelasificact@iadgemo.

Son necesarios bastantes datos para poder diferenciar patrones validos de patrones irregulares o ¢
diferenciacion se suele realizar utilizando alguna técnica estadistica.

Este tipo de aprendizaje es capaz dempmndmnddelos. Por lo general, se obtiene una funcién que
transforma los patrones de entrada en los resultados deseados, esto con el fin de resolver un problema det
podria ser el reconocimiento de la escritura, este tipo da lsistsigiz eoiesi gersos.

1 Determinar los patrones de entrenamiento, esto con el fin de definir qué tipos de datos se van a uti
entrenar el modelo.
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1 Reunir un conjunto de entrenamiento, esto es un conjunto de objetos de entrenia sue se recopila ju
salidas correspondientes.

1 Determinar la funcién de ingreso de la representacion de la funcién aprendida, el patron de ingreso e
de caracteristicas del objeto de entrada, que contiene una serie de caracteristick$ descriptivas del
namero de caracteristicas no debe ser demasiado grande, a causa de las propiedades de dimensi
embargo deber ser lo suficientemente grande para poder ser capaz de describir el objeto de manera

1 Definir la estructurafded¢idn adecuada para resolver el problema y la técnica de aprendizaje correspont
es decir se puede optar por utilizar una red neuronal artificial o un arbol de decision, para después eje
algoritmo de aprendizaje en el conjuntddle dbtemidac

La clasificacion de objetos es el otro modelo que se puede generar a travésatk|Wmendizaje Super
amplia gama de clasificadores estan disponibles, donde cada uno de estos tiene sus ventajas y desventajas
hacer mantique el rendimiento de un clasificador depende en una gran medida de las caracteristicas de los
deben clasificarse. Se han realizado diversas pruebas empiricas para comparar el rendimiento del clasificac
fin de encontrar lasteafsticas de los datos que determinan el rendimiento del clasificador. Lo clasificadore
utilizados son la redes neuronales artificiales, como el Perceptron multicapa y las maquinas de soporte vect

12 1.1.1 Redes Neuronales Artificiales

Lasredes de neuronas artificiales son un paradigma de aprendizaje automatico y procesamiento &
inspirado en la forma en que funciona el sistema nervioso de los animales. Se trata de un sistema de inte
neuronas en una red que colapordyzarain estimulo de salida. Estas se pueden ver como sistemas paralelo
computacién masiva con un gran nursedosteq@racachas interconexiones. Estas redes se componen de unidac
llamadas neuronas o nodos. Cada neurona recéngradasseriedés de interconexiones y emite una salida, en
la figura 2.1, se muestra un esquema clasico de una Red Neuronal.
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FIGURAL9 ESQUEMA TIiPICO DE UNA RED NEURONAL AR
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Las primeras redes neuronales surgieron asigon¥Xzpsrdeto fue hasta la década de los 40 cuando empezaror
a cobrar fuerza. En 1957 F. Rosenblatt desarrollé el modelo que el dia de hoy conocemos como Perceptr
después, B. Widrow desarrolla la Red Neuronal Adaline. Em{26] we nesedecannds detallado sobre la
historia de las redes neuronales desde su comienzo hasta la actualidad, hoy en dia uno de los modelos mas
Perceptron multicapa.

Este método recibe su hombre debido a la estrechaeptaeisn esitientsa matematica y su disefio
con el de una red de neuronas bioldgica. Una red de neuronas biol6gica se compone de tres partes [26]:

1 Los receptores: se encuentran en las células sensoriales y recogen la informacion en forma de
estopueden ser del ambiente o del mismo organismo.

1 El sistema nervioso: recibe la informacion, la elabora y en parte la almacena y se encarga de
a los 6rganos y a otras zonas del sistema nervioso.

1 Organos diana o efectores: reciben la infoimagidetanl en forma de acciones motoras,
hormonales, etc.

Del mismo modo que las neuronas bioldgicas estan compuestas en tres partes, las redes neuronal
estan formadas por tres niveles de capas:

1 Nivel de entrada: tiene una sola/wapsucomas de entrada.

9 Nivel oculto: puede tener una 0 mas capas, cada unaedeosltes s@mdo patron a
escoger por el disefiador de la red.

1 Nivel de salida: tiene una Unica cagaicoTas, siendo ¢ el nimero de salidas deseadas.

Un mplo de red neuronal se representa en la figura 2.2 y en ella se pueden apreciar los tres nivel
mencionados, donde en este caso el nivel oculto tiene una sola capa. Este ejemplo es una red neuronal t
Multicapa.

Capade Capa Capade
entrada oculta salida

Salida

FIGURA.8 EJEMPLO DE RED NEURONAL TIPO PERCEPTRON MULTICAPA.
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La salida de una red neuronal esta representada’@on goa &miE@ombinacion de otras funciones
"Q w, las cuales a su vez pueden ser combinaciones de otras funciones. Una funciéon muy utilizada para una
cory neuronas ocultas es:

Qw B Q — . (110)

Siendo, los pesos asociados a las reunanasnstante, el sliperés el nivel correspondiente, y
"Quna funcién no lineal como por ejemplo:

Q0 @B 0w — . (1m

La complejidad de la fipycipar tanto, de la misma red neuronal, depende del nUmero de capas ocultas
esta. Cosabemos el aprendizaje autom&adosnpstivide 2 fases una de entrenamiento y otra de validacion.
Durante la primera fase, las redes neuronales artificiales usan un conjunto de datos de entrenamiento para
pesos (parametros d¢ glisedefinen a la Red Neuronal. Una vez entrenado este modelo, se pasa a la fase de va
en la que se procesan el conjunto de datos de validacion.

Existen multiples tipos de redes neuronales que pueden ser clasificadatase gimabtaa ogiado
al escoger una red neuronal es tener en cuenta las necesidades especificas del problema. La familia de re
mas utilizada para problemas de clasificacion es la red de Retro propagacion, lagwahinullyeapales de Perce
y redes de funciones de base radiales.

Las redes neuronales tienen un problema comun en los métodosadai rendinagossplen i
aprendizaje El sgivendizaje ocurre cuando una red neuronal ha aprendidoneinteodrltacetapat de
entrenamiento, pero no responde adecuadamente a la validacién. Esto sucede por diversas causas por eje
numero de ciclos de aprendizaje es muy elevado, o porque el nimero de neuronas de la Gjig oculta es tambi
etc. El mejor modo de evitar el sobre aprendizaje es lograr un mayor nimero de casos para el entrenamient
no sea posible también se puede limitar el nimero de nodos en la capa oculta, limitar el namero de ciclos d
0 usar lgcnica de validacion cruzada. La figura 2.3 muestra un caso dengdmeaokal Isofigera, el
error de entrenamiento se muestra en azul, mientras que el error de validacion se muestra en rojo. Si el error
aumenta mientraslqleeentrenamiento decrece puede que se esté produciendo -apsttuacion de sobre
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En [2] hacen una revision mas detallada sobre las redes neuronales, sus tipos, sus aplicaciones, etc.

= Error de validacion
= Error de entrenamiento
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FIGURAL9 SOBRE APRENDIZAJE AUTOMATICO EN UNA RED NEURONAL.

12.1.1.2Maquinas de Soporte Vectorial

Las Maquinas de Soporte Vectorial (Support Vector Machine, por sus siglas en inglés SVM) son un n
de aprendizaje sspégyie ha tenido un désamuy importante en estos Gltimos afios, tanto en la generacion de
nuevos algoritmos como en su implementacion. Las SVM son sistadasdebpsendiézaje éxpacio de
hipotesis de funciones lineales en un espacio de maydogioremskermelLEN este nuevo espacio las hipétesis
son entrenadas por un algoritmo tomado de la teoria de optimizacién, que utiliza elementos de la teoria de g

Las SVM son sistemas para entrenar maquinas de aprendizif@dimealldaiopaesactasificacion
como para regresion se han encontrado muchas aplicaciones de estas, como por ejemplo en la clasificacion
reconocimiento de caracteres, en clasificacion de patrones, etc.

Las SVM pueden verse comudma kxsyproblemas de las redes neuronales. Las maquinas de vectores
soporte se caracterizan por ser problemas de optimizacion convexos. Uno empieza formulando un problem
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inicial determinado, pero termina resolviendo el pesipleca @ oagor dimension donde existe una solucion
lineal. La solucion obtenida por las maquinas de vectores de soporte son soluciones dispersas.

Las SVM est&@a#s en el principio de minimizacion del riesgo estructural, el cualdpedemostrado ser s
al principio de minimizacion del riesgo empirico, utilizado por las redes neuronales convencionales. Algunas
por las que este método ha tenido éxito es que no padece de minimos locales y el modelo s6lo depende d
mas formacién llamados vectores de soporte (SV por sus siglas en ingles, Support Vector).

La maquina de vectores de soporte mas sencilla fue la ideada por Vapnik (para informacién mas d
esta técnica ver [2]). Una vision general de lasentayemas eofrecida por C.J.C. Burges en [27], aungue existe
una bibliografia muy extensa sobre este tema.

1.2.1.2 Aprendizaje No Supesado

Hasta este punto, sabemos que el aprersdidajispaperde informacion en la salida, ahora nos
enattramos en el lado contrario con los problemas en los que no se disponemos de ningun tipo de informac
sobre los datos, pero deseamos organizar los datos para mejorar su comprension. Este tipo de problemas sot
problemas de Aaa No SupaddSegun [28], existen cinco razones principales por las cuales el uso de técni
de aprendizaje no sagesulta de interés para las aplicaciones:

1 La recoleccion de datos y su posterior etiquetamiento, etaios comuptdetiso puede
suponer un costo muy elevado.

1 Otro punto de interés es actuar en sentido inverso; es decir aprender con una gran cantidad
sin etiquetar, y s6lo usar supervision para etiquetar los distintos grupos encontrados.

1 En muchaglicaciones las caracteristicas de los patrones cambian con el tiempo. Si estos ca
pueden ser rastreados en un proceso de ejecucion sin supervisar, podremos obtener un res

idéneo.

1 Es posible usar métodos nsaduoperda encontrarcteniaticas que seran utiles en la
categorizacion.

1 En el comienzo de la investigacion puede ser til tener una vision general de la naturalez:
estructura de los datos.
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La principal diferencia entre el aprendigagkysopesupesad recae en que al no disponer de
informacion acerca de la salida, en la fase de entrenamiento no se puede reajustar el modelo en base al err
siendo muy importante separar los datos en datos de entrenamiento y datos de ehittoido esra decidir
bueno o no.

La forma de seleccién del algoritmo y el entrenamiento también se mantienen. En este caso, la pos
validar si los resultados son correctos no es frecuente, puesto que no se dispone de infermacion de la salic
de decidir cuando se ha aprendido es viendo si el sistema converge o estableciendo un criterio de parada.

12.1.2.1 Redes neuronalessastaupervi

Las redes neuronales explicadas hasta el morsadtdstm asipeeeesitan obtemaciGfoacerca
de la salida para poder realizar su aprendizaje automatico. Sin embargo, en muchas situaciones no es pos
informacién a priori.

A continuacién se mencionan un nuevo tipo de redes nesaoRades laasadasipoEdes
son capaces de modificar sus pardmetros internamente sin necesidad de supervision.

Las redes neuronales neadfguer lo general, tienen una arquitectura sencilla, y se caracterizan por s¢
mas similares a los modelos biol6égiameguelasmales artificialesasipkeavprimera aproximacion a las
redes neuronales nossuwfgeine en 1949, cuando D. Hebb enunci6 la regla que lleva su mismo nombre, y gL
refiere al comportamiento biol6gico observado en lasrdeusmas.af@si¢al987, Carpenter y Grossberg
desarrollaron los modelos ART de redes neursadidsasarstipse\en la teoria de resonancia adaptiva.

Uno de los modelos de redes neuronaladam&sipéhzados es el desarrollaoiogpopddbhn
mapas awtganizativos. Las redes de Kohonen son redes de dos capas: la capa de entrada que recibe la sefi
a lared, y la capa de salida que realiza el calculo. Cada neurona de la capa de salida debe reflejar las coor:
tiene en el espacio que el disefiador de la red decida. Para que las neuronas puedan ser comparadas con
otras neuronas de la red, a cada neurona se le asocia una regla de vecindad. El objetivo es agrupar entrad:
neuronas degmses similares. El conjunto de datos es agrupado, porque es asociado al mismo nodo o al mist
de nodos.

Existe una amplia bibliografia acerca de este tipo de redes. Ejemplos de aplicaciones de redes ne
supesaday un estudio p@fundo sobre estas puede encontrarse en [26].

12.1.2.2 Agrupamiento

Uno de los métodos de clasificacion de datos es el agrupamiento o Clustering que constituye un tipo de
por descubrimiento muy similar a la induccién, ya qaecim@liafivendin algoritmo debe ser capaz de aprender
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por si solo a clasificar objetos basandose en objetos previamente etiquetados proporcionados por un profe
Aprendizaje Sgpehvpara el caso de los métodos de agrupamigst@andosedaiosretiquetados: el algoritmo
debe poder descubrir por si mismo las clases naturales existentes con esto tenemos uns@ab de Aprendizaje |

Por ejemplo, el programa AUTOCLASS (Cheeseman, Self, Kelly, TaysimnFeéssaiicatiStitz, "Baye
ProceedingsAAAI88, 1988) utilizo razonamiento bayesiano, para un conjunto dado de datos de entrenamit
conjunto de clases plausible. Este algoritmo encontrd nuevas clases significativas de esekllas a partir de ¢
espectro infrarrojo, lo que pudo considerarse un descubrimiento por parte de una maquina ya que este hecho ¢
para los astrbnomos.

Las funciones de densidad de probabilidad suelen tener una moda o un maximo en una region; e
observaciones tienden a agruparse en torno a una regién del espacio de patrones cercana a la moda. La
agrupamiento analizan el conjunto de observaciones disponibles para determinar la tendencia de los patron
Estas técnicas f@rmeéalizar una clasificacion asignando cada observacion a un agrupamiento (cluster), de fc
cada agrupamiento sea homogéneo y diferenciable de los demas.

Los agrupamientos naturales obtenidos utilizando una técnica de agrupanriestitaneaiaynte similit
tiles a la hora de construir clasificadores cuando no estan bien definidas las clases, ya que no existe un
suficiente de las clases en que se pueden distribuir las observaciones, cuando se deseatasaliza un gran col
(0divide y vencer8so6) o, simpl ement e, cuando exi
validez del entrenamiento realizado y del conjunto de variables escogido. Los métodos de agrupamiento as
a un agrupataiesiguiendo algiiterio de similaridlates medidas de similaridad deben ser aplicables entre pares
de patrones, entre un patrén y un agrupamiento y, finalmente, entre pares de agrupamientos. Generalmente
de similaridad se empleaasnd&triistancia. Algunas de las mas habituales son la distancia Euclidea, la distz
Euclidea normalizada, la distancia Euclidea ponderada y la distancia de Mahalanobis.

1.2.1.2.2.1 Medidas de Similitud o de Distancia

Las medidasidalitud o de distancia son expresiones matematicas que permiten resumir en un nimero
de relacién entre dos entidades, sobre la base de semejanza o la desigualdad entre la cualidad o la cantidad d
0 ambas. Estas medidas sentaleda@m |la definicién de agrupamiento y han sido estudiadas desde la década de
[15], en campos tan variados como la psicologia o el tratamiento de imagenes [29].

Segun [30] una medida de similitudconjunto de Aasesdefine como:
i DO WO ald GamnoNmd H i efu i H ohe N O
Siend® el espacio de los niumeros reales, y cumpliéndose
{ o [ Hened
i o [ «he H ehe N
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i oh i o ¢
[ ohe i «h» i ol { «f» [ o ! ehehaN B

No obstante, mas comun gue medir la similitud entre dos puntos o dos objetos, es medir la disimilitud
distancia entre ellos. De acuerdo a [30] podemos definir las medidas de disimilitud o la distancia como:

QDO ®O Al GaMDd B Q  Qehe H ofe N (O
Siendo d una métrica, se cumplen:

Qehe QHeN®

Qe Qe Q) ohuhrN
Las medidas mas comunes de distancia o de disimilitud son:

U LadistanciaMimkowske define segun la ecuadifosgel 2 peculiaridad de que aquellas caracteristicas
con valores y varianzas grandes tienden a dominar sobre otras.

Q ofu B s s
1.1z
i Ladistancia Euclidea: Es la medida mas utilizada siendo esta un caso especial de la distancia Minkoy
el valor de n es igual a 2. Esta es invariante a translaciones y rotaciones lineales se define segun la
siguiente
Q  eh B I s
113
U Ladistancia Euclidea cuadrada: Esta es una variacion de lasdistafio@ degelidiaecuacion
Q ofu B = ws.
1.14

0 Ladistancia Promedio: Como su nombre lo indica obtieneliéé prooies dede dasabo cefjre
segun la ecuacion

Q ol -B 0w 0
16

U Ladistancia de Manhattan: Al igual que la distancia Euclidea es un caso especial de la distancia Mink
en este caso el valor de n edligBalefine segun la ecuacion
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Con lo anterior solo se mencionan algunas de las distancias mas importantes que existen dentro de
siendo estas la base de de los Métodos de Agrupamiento.

12.1.2.2.2 Método Adaptativo

El método adaptativo[31] es un algoritmo heuristico de agrupamiento que se puede utilizar cuando n
de antemano el nimero de clases del problema. Entre sus ventajas se encuentran su sjrgsicidad y eficienc
observaciones se procesan secuencialmente. Por desgracia, su comportamiento esta sesgado por el orden ¢
los patrones y presupone agrupamientos compactos separados claramente de los demas.

El primer agrupamiento se escogeatbitBeiagigna un patrén a un clister si la distancia del patron al
centroide del clister no supera un umbral. En caso contrario, se crea un nuevo agrupamiento. Este algoritn
clase de rechazo a la hora de clasificar. Los patroonedsseeglkigi@mjnima distancia. Algunos patrones no
son clasificados si el cuadrado de la distancia al agrupamiento mas cercanqg.es mayor que el umbral

TABLAL1 ALGORITMO DEL METODO ADAPTATIVO

Parametros
Umbral de distancias(al cuadrado)
‘ Fraccion [0,1]
{%} Conjunto de Patrones
Variables
A Numero actual de agrupamientos
4 Centroide del agrupamiento i
Algoritmo

Inicializacion: A=X.Z
Mientrasqueden patrones por asignar
Obtener el siguiente patron X y calgalar.A(X,Z
Asignar X el al agrupamientoands&iettx)Z:0_
Formar un nuevo agrupamiento coy»X BHHX4ZX
Recalcular el centrgitke \Arianza del€ agrupamiel
Fin

Este método cdmo es posible aprAtgarisnoeprevio, necesita de 2 variables ajenas al conjunto de
patrones por agrupar, dentro de cada iteracion solo toma un patron para buscar su centroide correspondien
propone mas adelante la modificacién de este algoritmo.
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12.1.2.2.3 Algoritmo de Batchelor y Wilkins

Este algoritmo, propuesto por Batchelor y Wilkins [31], es llamado también de méxima distancia. Se
método heuristico incremental que emplea un Unico parametro "f'. Este si biem atctabitteacitanmejora
agrega tiempo de céalculo ya que todos los patrones que no han sido clasificados hasta el momento son inspe
ver cual puede convertirse en el proximo centro, esto implica que la cantidad de conseilaslenbre cada patror
del nimero de elementos a agrupar al cuadrado.

TABLAL2 ALGORITMO DE BATCHELOR Y WILKINS.

Parametro
f Fraccion de la distancia media entre agrupami

Algoritmo

Primer agrupamiento: Patron escogido al azar
Segundo agrupamiento: Patrén més alejado del primer agru

Mientrasse creen nuevos agenfuemi
Obtener el patron mas alejado de los agrupamientos e
(méximo de las distancias minimas de los patrones a lo
Si la distancia del patrén escogido al conjunto de agrups
es mayor que una fraccion de la distancia media entre Ic
crear un agrupamiento con el patron seleccionado.

Asignar cada patrén a su agrupamiento mas cercano

Fin

Es posildpreciar del Algoritmo anterior que este método solo utiliza una variable ajena al conjunto de |
por agrupar y a diferencia del Método Adaptativo este utiliza todos los patrones por agrupar en cada iteracio
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1.2.1.3 Aprendizaje SemiSupeiadb

Hasta ahora, hemos visto que el aprendizaje se puede realizar teniendo datos acerca de la salida o
aprendizaje semisagessiuna combinacion del aprendizajiysupsmgesad. Puesto que asignar etiquetas
o clases a loodatuede ser muy costoso, se puede recurrir a la opcién de usar a la vez un conjunto de datos et
de tamafio pequefio y un conjunto mas extenso de datos no etiquetados, mejorando asi la construccion de ¢
técnica es ksad por el agmdizaje semisspddan este método, se ha de tener en cuenta que no siempre los dato:
no etiquetados son de ayuda en el proceso de aprendizaje. Por lo general, se asume que los datos no etique
misma distribucién que los etiquetatoslpso de datos sin etiquetar sea (til.

Existen numerosos métodos de aprendizgddmEnusafesafrecen unas caracteristicas determinadas.
La manera de escoger el método mas adecuado es viendo cual de ellos se ajestaleh@jabietaa necesid
especifico, algunos de estos métodos son el Coszrrenadeiguiegddencontrar informacién mas detallada sobre
estos y otros métodos de aprendizajeatmmgBRErvi

12.1.3.1 Coentrenamiento

Un método de aprersbmigupervissalel Coentrenamief3),[88 cual asume que el espacio de
caracteristicas se puede dividir en dos subconjuntos independientes de atributos. Cada subconjunto de atribu
para aprender un dasifiadecuado. Inicialmente, dos clasificadores separados son entrenados con los datos ¢
de los dos subconjuntos respectivamente. Posteriormente, cada clasificador clasifica los datos sin etiquetar, )
clasificador con algunas digds sin etiquetar de mayor fiabilidad o confianza. Cada clasifieador es entonce
entrenado con los nuevos ejemplos entregados por el otro clasificador. El proceso se repite hasta que los dc
estén de acuerdo, tanto en los dgtetasinceimo en los etiquetados.

12.1.3 2méans

El método dm&ans [36], es uno de los saoen aplicaciones cientificas e industriales. El nombre
viene porque representa cada uno de los grupos por la media de sus pnitoglesudaciopw funcion
criterio una funcién de error cuadrético. En el algoritmo siguiente se muestra el pseudocddigo de este métoc
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TABLAL3 ALGORITMO DE AGRUPAMIENTEARNS.

1-Definir el numggaonjuntos

2-Asignar aleatoriamente los k conjuntos iniciales
3:Calcular los centroides para cada uno de los conjuntos
4:Asignar a cada punto el conjunto cuyo centroide se enc
5:Regresar al paso 2 hasta que yacaomhi@mios centroides
6-Fin

A lo largo de esta seccion se han mencionado los diferente tipos de aprendizaje automéatico que exist
algunas de las técnicasadésiantro de este, cada una de estas con diferentes cartetaistdasias cua
a resolver problemas especificos.

12.22PLICACIONES DEL APRENDIZAJE AUTOMATICO

Hasta el momento se ha estudiado el significado del aprendizaje automatico y se han visto algunas
este dentro de sus distintos tipos. Bhalbjietivapfendizaje automéatico es poder realizar nuevas aplicaciones qt
ayuden y complementen las aplicaciones que existen al dia de hoy.

El aprendizaje automético es una rama descendiente de la estadistica y de la informatica. Por tanto, so
us posibles aplicaciones, por ejemplo en el area de la informatica, el aprendizaje automatico esta rela
aplicaciones tan diversas como el desarrollo de robots humanoides o Internet, un ejempsaduas claro que tod
alguna vez, ePgkRankao poGooglgue ampara una familia de algoritmos utilizados para asignar de forme
numerica la relevancia de las paginas web indexadas por un motor de basqueda [37].

Por otro lado, en el campo de la estadistica, el aprendizajelstetten&iicwlosgmazes en el analisis
de los conjuntos de datos. Estos métodos de aprendizaje automatico no sélo se utilizan en el campo de la e
la informatica para desarrollar nuevas aplicaciones, se han abierto distiates ajgitagsicetogiaela
neurociencia y areas similares, donde el objetivo de estas, es en este caso estudiar el aprendizaje y las «
humanos y animales.

La biologia y la medicina son también areas de aplicacion de este yalquenek piedilie adilin
de secuencias de ADN o en el estudio de enfermedades y su posible prediccion.

Por ultimo, el aprendizaje automético también puede ser aplicado en los campos de la economia, dor
posibilidad de adaptarse u optimmaticaomente su entorno. Asi, una posible aplicacion en la economia seria el e
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de los mercados, la busqueda de clientes o la deteccion de fraudes; por otro lado en los sistemas de control,
automatico puede ser aplicado enss@taleagpueden mejorar su estrategia a través de la experiencia.

13LOGIdAFUSA

La logica Difusa[38] tiene como objetivo la manipulacion de informacion imprecisa, esta sera tratada a traves «
difuso, esta nueva manipuladignmdeion puede ser aplicada problemas similares de redes neuronales, resu
especialmente interesante para problemas no lineales o bien no definidos. De la misma manera, los sistemas
modelar cualquier proceso no lineal, § kywreiaties Haciendo uso de determinados algoritmos de aprendizaje.
obstante, a diferencia de las redes neursawddesn ligica borrosa permiten utilizar facilmente el conocimiento
de los expertos en un tema, bien directamente, loierpadida pardaptimizacion automatica, al formalizar el
conocimiento a veces ambiguo de un experto de forma realizable. Ademas, gracias a la simplicidad de los calc
normalmente pueden realizarse en sistemas baratos y rapidos.

131 HSDRIA DE LA LOGICA DIFUSA

En la universidad de Berkeley en California, el Ingeniero Zadeh escribi6 el siguiente principio de incor
0Conforme a |l a complejidad de un sistem& aument ¢
instrucciones sobre su comportamiento disminuye hasta el umbral mas all4 del cual, la precision y el sig
caracter2sticas excl uy erimerewadde copjmnios Hftsamevo dcorcepfou e  c u
no es mas qualta de gue los elementos sobre los que se basa el pensamiento humano no son numero sin
linglisticas. Esta idea es la que permite que se pueda representar el conocimiento, que es principalmente lin
cualitativo y no tanto atamtjten un lenguaje matematico mediante los conjuntos difusos y funciones caractel
asociadas a ello. Esto no quiere decir que exclusivamente se trabaje con niumeros, este lenguaje nos perm
datos numéricos pero también cangéfstioos tjue aunque son mas imprecisos que los numeros, muchas vece
méas faciles de entender para el razonamiento humano.

Despu®s en | a d®cada de |l os 7006s se dio otro pas
Japse crearon varios grupos de investigacion que hicieron grandes contribuciones sobre las aplicaciones qt
este tipo de légica. De esta forma se consiguid crear el primer controlador difuso para una maquina de vapt
controlador dedoion de quimica en depuradoras de agua. Es importante sefialar que actualmente multiples
de consumo cotidiano usan esta l6gica como lo muestra la siguiente figura.
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FIGURA.10EJEMPLOS DE ELEMENTOS DE LA VIDA DIARIA QUE UTILIZAN LOGICA DIFUSA.

En las siguientes décadas esta teoria fue teniendo mas éxito con el descubrimiento de nuevas aplicaciol
década de los ochenta, la ivestiga@ntd hacia las redes neuronales y su similitud con los sistemas difusos. |
sistemas difusos utilizan métodos de sadsdinajdes neuronales para identificar y optimizar sus parametros.
Para la década de los noventa, la mdeskigaedes neuronales y los sistemas difusos da origen a los algoritme
genéticos, dando pie a una herramienta de trabajo muy potente en sistemas de control.

13. ZONJUNT2FISOS

Como ldgica multivaluada, en la definicion de gradds ttgmeifeseciaxnplea valores continuos entre 0 (que
representa hechos totalmente falsos) y 1 (totalmente ciertos). Asi, la l6gica binaria clasica puede verse c
particular de la I6gica difusa. Zadeh propone en 1965 por priméanjantta Do [d0]. Este hecho marca

el principio de una nueva teoria denominada Teoria de Gé]uhins @ifcepEpElse asocian a conjuntos
difusos (asociando los valores de pertenencia) en un proceso llamado fuzzitacgiosUraloveg que te
fuzzificados podemos trabajar con reglas linglisticas y obtener una salida, que podra seguir siendo difusa o
para obtener un valor discreto (VD). De este modo, a diferencia de la teoria clasica depcmajipitos que se basa
basico de la légica de forma que un individuo pertenece o no pertenece a un conjunto, la idea basica de un c
es que un elemento forma parte de un conjunto con un determinado grado de pertenencia. Con esto una pr
totémente (sino parcialmente) cierta o falsa. Este grado se expresa mediante un entero en el intervalo [0, 1]
claro es la representacion de la altura de una poblacion de individuos.
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FIGURA.11DEERIPCION DE CONJUNTOS DISCRETOS(ARRIBA) Y CONJUNTOS DISCRETO(ABAJO).

En la figura anterior en la parte de arriba que corresponde a los valores discretos, podemos apreciar una line
de 180 cm, esta separa de manera clara a las pirdasaguealtasla son, con esto se asocia un valor de
pertenecia estricto como se puede apreciar en la tabla 1. Por otro lado en la parte de abajo vemos que no
separacion de manera clara, este conjunto difuso nos permite expersania, aiburanignaclo de pertenencia

al conjunto de las personas altas, como lo podemos apreciar también en la tabla 1.

TABLAL4 EVALUACION DE ALTURA PARA CONJUNTOS DISCRETO Y DIFUSO.

Person{ Altura| ValoriBcreto Valor difuso(Grado de pertene
1 2.05 1 1
2 1.95 1 1
3 1.87 1 0.95
4 1.80 1 0.82
5 1.79 0 0.71
6 1.6 0 0.36

Con lafigurd2y las evaluaciones que muestra la tabla 1, podemos notar que los conjarsosicifisos generan un
suave entre |l os |Iimites de un conjunto discreto
di scursoo6 que se refiere a | os posibles valores
150m hasta 210 cm.

Como pudimos apreciar en el ejemplo anterior la teoria de conjuntos difusos intenta desarrollar una serie de
tratar de un modo sistematico el tipo de imprecision que aparece cuando los limites de las clases de obje
claramente definidos. Un conjunto difuso puede definirse como una clase en la que hay una progresién gre
pertenencia al conjunto hasta la no pertenencia; o visto de otra forma, en la que un objeto puede tener L
pertenencia defenitte la pertenencia total (valor uno) o no pertenencia (valor cero). A continuacion vamos a ¢
conjunto difuso de manera mas seria.
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Un conjunto difuso puede definirse de forma general como un conjunto con limites difusossdGea X el Univers
y sus elementos se denotan como x. En la teoria clasica de conjuntos discretos se define un conjunto C, se
mediante la funcién caracteristica de C como f

PWO WENS (116)

Qw Y 2 s e
TTWO WELRN O

Este conjumtapea el universo X en un conjunto de dos elementosg Qretellasifeheiémiento x pertenece

al conjunto C y 0 si el elemento x no pertenece al conjunto C. Si generalizamos esta funcion para que los valc
a los elementos dahtmise encuentren en un rango particular y asi indicar el grado de pertenencia de los elel
a ese conjunto, tendremos una funcion de pertenencia de un determinado conjunto difugg@dra funcién de per
la que se define un conjunto, déuigo A

A O Ttip (117)

Dondeyx) = 1 si x estéa totalmente en A, HA(X) = 0 si x no estd en Ay 0 < gA(x) < 1 si x esta parcialmente en
Este valor entre 0 y 1 representa el grado de pertenencia de un elemento xréemaomentetuasidal

anterior es de numeros reales e incluye los extremos. Aunque [0, 1] es el rango de valores mas utilizado pal
funciones de pertenencia, cualquier conjunto arbitrario con alguna ordenacién t@abo parcial podria ser util

13. IPERACIONESDRNIN TARISOS

Al igual que en los conjuntos discretos las tres operaciones basicas son: complemento, unién e interse
generalizarse de varias formas en conjuntos difusos. No obstante, exiattiauiar gepreeteimegpecial

i mportanci a. Cuando se restringe el rango de per
difusos se comportan de igual modo que las operaciones sobre conjuntos discoetasda deacdgpcion grafica

las operaciones anteriormente mencionadas se muestra la siguiente figura:

‘/>(\ /XN A
Umnion AUB Interseccitn AnB Complemento A

FIGURA.12REPRESENTACION GRAFICA DE LAS OPERACIONES EN CONJUNTOS DIFUSOS.

31



Capitulo 1. Antecedentes

13.4ROPIEDADES DE LOS CONJUNTOS DIFUSOS

Los conjuntos difusos y los conjuntos discretos tienen las mismas propiedades que son las siguiente:

Conmutatva 6 &, O

Asociativa® 6° 06 0°6 ° 0
Distributice 6. 6 0°6, 0° 6
Idempotentiad OwoO, 0 O

= =4 4

13.BARIABLES LINGUISTICAS

Una variable linguistica [4] es aquella cuyos valores son palabras o sentencias en un lenguaje natural. De e
variable linglistica sirve para representar cualquier elemento que sea demasiado complejo, o del cual no
definicion concreta; es decir, lo que no podemos describir en términos numéricos. Asi, una variable ling
caracterizada poqufraupla (X, T(X), U, G, M)

1 Xes el nombre de la variable.
1 T(X) es el conjunto de términos de X; es decir, la coleccién de sus valores linglisticos (o e

linglisticas).
9 U es el universo del discurso (o dominio subyacente). Potagpersle, tenadrahura
0C8lidadé o OAproxi madamente 250 60, el do

centigrados).

1 G es una gramatica libre de contexto mediante la que se generan los términos en T(X), com
ser 6muy aletco6, 6éno muy bajobd

1 M es una regla seméntica que asocia a cada valor linguistico de X su significado M(X) (M(X)
un subconjunto difuso en U).

Los simbolos terminales de las gramaticas incluyen:

f T®r mi nos primari os: 6baj oo, 6al t oo, et c.
T Modi ficadoreémeodasygp, 66mBesa ded, et c.
1 Conectores légicos: Normalmente NOT, AND y OR.

Normalmente se definen los conjuntos difusos de los términos primarios y, a partir de éstos, se calculan
di fusos de | os t®r minoal tompaessobsui(Pos el emPil mij
etiqueta ling¢2stica se forma como una sucesi - n
uso habitual de las variables linguisticas es en reglas difusas.

Ejempli®: duraciéramen IS larga THEN predyatuibdadS small. Por ejemplo, la variable linguistica velocidad
podrias incluir conjuntos difusos como muy lento, lento srapidio, Netidkamerte cada uno de estos conjuntos
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representan un \gilistico que puede tomar la variable, a continuacion se muestran las graficas de al
modificadores con sus respectivas ecuaciones matematicas.

Modificadores
de Concentracion

[ 311.3 o g 1
[ralx) [palx)]’ [palx))? [alx)]* [palx)]*

Ligeramente Bastante Muy Extremadamente  Muchisimo

Modificadores
de Dilatacion (lzgda)
y de Intensificacién (Drcha)

v hia(X) 2[ palx)]? fO<p,<05
Mas o menos 1-21- _u,q,[xfl]? if05<pus=1

En efecto, en realidad

FIGURA.13MODIFICADORES CON REPRESENTACION GRAFEAUACIONES..

14BASES BETOS

Dentro de la literatura existen muchas bases de datos para trabajar con expresiones faciales se decidid utili
datos, ambas son a color lo cual es un requisito primordial para los algstinesigplanteatinsaaion se
dan las especificaciones de cada una de ellas.

14. BASE DRA\TOKDEF

The Karolinska Directed EmoticizE Fpda$ €s un conjuntoméd@dss de expresiones faciales humanas.
El material fdesarrollado en d@9Baniel Lundqvisthrigahitton en el Instituto Karolinska, Departamento de
Clinical Neuroscience, Section of Psychology, Estocolmo, Suecia.

La base de datos [10] consta de 70 sujetos (35 mujeres/35 hombrpseyigues datddiesdExojo
MolestigelizNeutralristey Sorprgsaon 5 angulos distid@3d%°, 0°, 45°, 90°). Para la realizacién de esta

base de datos todos los sujetos usaron camisas grises, el fondo es uniformelisfapoian semtsiduesda u

de 3 metros de la cAmara, aunque la distancia fue adaptada para cada sujeto ajustando la posicion de la ¢
objetivo de que los ojos y la boca se encontraran en una posicion vertical y horizontal ldefinida con antelr
iluminacion consistié en una luz suave indirecta distribuida de manera uniforme a lo largo del rostro.
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14. SE DR TOE/OHA

Esta base de datos OHoll ywood Human Acatciomensé [ 44
que realiza el protagonista del video, estas acciones son contestar el teléfono, salir de un auto, estrechar la
besar, sentarse, pararse y levantarse .

Cuenta con 430 videos con una resolucion entre 400x300 pixelesgrBatxP00epteetstatica, los videos
no presentan un fondo fijo y hay oclusion de las personas en algunos casos.

1.5®DNCLUSIONES

En este capitulo se presentan el estado del arte de esta tesis, puedo concluir que aunqueesl reconocimiento
faciales no es algo reciente en la literatura, desde su inicio se han presentado varios problemas a resolv
diferentes fondos, la iluminacién etc. Con esto podemos identificar que problemas son los que se buscan re
tesis.De lasma forma se presentan los diferentes tipos de Aprendizaje que existen, haciendo énfasis en

Clustering(Ordenamiento) y Logica Difusa, con lo cual podemos concluir que la unién de estos 2 métodos
resultado la propuesta de whasifearior, aprovechando las ventajas del clustering.
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CapituloIBTEMAROPUESTOS

En la seccién anterior se han descrito los problemas con los que se enfrenta el reconociniento de expresic
continuacion en los siguientes subcapitulos se explicara los aportes que esta tesis ha realizado a este cam
de la siguiente forma, 3.1 Detector de perfil del rostro, 3.2 Segmentacién automéatica de las regiones de inter
por wimo 3.3 la propuesta de un clasffazhdartbanicas de clustering y logica difusa.

21 DETECTOR DE PERFIL DEL ROSTRO

Para realizar la deteccién del perfil del rostro seguiremos el diagrama a bloques que se muestra en la siguie

Cambio de (
espacio de Umbral A
\___colorYIQ ( \

Imagen
Equalizada

Image
356x356

Imagen
Umbralizada

Cambio de ( \/
espacio de Umbral A T/
colorY|

- —
Umbral por
Canal R-Canal G metodo de
Otsu
N
Aplicacién del - /#
Umbral C

Aplicacién del
Umbral B

Imagen Original

Canal R—Canal G

Imagen . )
Ori iial X Dilataciony
magen ima:en del Erosionde la
Original x ) i
. Dilatar Imagen paso anterior imagen

imagen del
paso anterior

FIGUR 21 DIAGRAMA A BLOQUES DEL DETECTOR DE PERFIL.

Es muy importante sefialar que en este punto nosotros ya tenemos una imagen de un rostro después de ha
algoritmo de Vioslag@omontuestra la figurdA® lo primero que necesitamos es redimensionar la imagen a el

tamafio de 356x356 pixeles esto se debe a que en imagenes mas pequefias el reconocimiento se dificulta.

cambio de espacio de color de la imagér{shnsanalo las ecuacicdd} (2.1
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Y =0298% R+05870-G+0.1140' B (21)
| =0.5960 R- 02746 G- 0.3220'B (22)
‘Q=02110'R*05230' G+0.3210B_ (23)

El siguiente paso es aplicar el umbral A[46], a la imagen en RGB Y est&' tigfididbceartsdbezuacion

(60<Y <200 AND(20<1 <50 . (24)

Después ambas imagines umbralizadas astostonawlassdlitado la f@Byac@ esto una vez mas solo
tenemos una imagen, a esta imagen le aplicaremos el Método de Otsu[47], este métadbraé encarga de bt
optimo para lograr desarrollar una binarizacionatedia coagearesditado la fRApdPa obtener un nuevo

umbral que le aplicaremos a dicha imagen

(A) (B)

FIGURAR 2 (A) IMAGEN ORIGINAL, (B) IMAGEN RESULTANTE.

Ahora, la imagen original es multiplicada por la imagen dilatada mosiBddand@adgumrésGltado la
imagen mostrada en la figG)a €8t8 ultima es gmsesimen sus 3 canales RGB, con el objetivo de realizar la
resta del canal R y el canal G, dando como resulté@dg)laiosageia len la figedd, @.dontinuacion se

realiza la resta de los canales R y G de la imagen Originatattmboficura@eadta imagen es sumada

a la obtenida en el paso anterior dando como resultado la imagen mes}rada en la figure (3.5

En el siguiente paso nosotros usaremos un valor de 75 para el umbral C, esto se debe a@egum®si usamos otro L
llegar a perder informacién importante como lo es los ojos o la boca, a parte de que el ancho del rostro disn

figura 3.5 podemos ver una comparativa entro un umbral menora 75y 75
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ol

(A) (B) (©€)

FIGURA.3 A) IMAGEN DESPUES DE UMBRALIZAR CON EL METODO DE OTSU, (B) IMAGEN DILATADA (C) RESULTADO DEL PRODUCTOR
ENTRE LA IMAGEN ORIGINAL Y LA IMAGEN DILATADA.

(A) (B) (©

FIGURAR 4 (A) RESTA DE LOS CANALES R Y G DE LA IMAGEN UMBRALIZADA (B) RESTA DE LOS CANALES R Y G DE LA IMAGEN
ORIGINAL(C) RESULTADO DE LASUMADE AY B.

()

(A) (B)

FIGURAR5A) IMAGEN CON UMBRAL APLICADO DE 75, (B) IMAGEN CON UMBRAL APLICADO DE 30.
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Después de haber aplicado el umbral C, la imagen es dilatada[48] 4 veces con el objetivo de llenar los espa
esto nos da como resultado umaoistiagienen la figurA)(3y6e serd una mascara que aplicaremos a la figura
original con el objetivo de eliminar las partes de la imagen que no son piel.

(@) (b)

FIGURR 6 (A) MASCARA FINAL, (BGEN FINAL.

A continuacion la tablm@estra algunos resultados después de haber evaluado el algoritmo previamente expli

TABLA2.1 RESULTADOS DEL ALGORITMO DE DETECTOR DE PERFIL.
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Imagen Imagen Imagen Imagen Imagen Imagen

Original Final Original Final Original Final

Con lossidtados mostrados en laltadgtaos que el algoritmo nueuestoente es capaz de eliminar la

mayoria del fondo de la imagen, ahora aplicaremos una integral proyectiva[49] para poder caracterizar |
obtenidas. Una integral proyectiva es la suma de los valores de cada pixel de utesifilagen a lo largo de
columnas[16]. Para nuestro caso de columnas, usaremos esta técnica con el fin de realizar la deteccion del p
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TABLA22 (A) PERFIL IZQUIERDO, (B) INTEGRAL PROYECTIVA DEL PERFIL IZQUIERDO (C) PERFIL FRONTAL, (D) INTEGRAL
PROYECTIVA DEL PERFIL FRONTAL (E) PERFIL DERECHO, (F) INTEGRAL PROYECTIVA DEL PERFIL DERECHO.

330
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E 200
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ﬁ 150
= 100
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i
0 100 200 300
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Averags rows
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Parantrenar el sistema detector de perfil, se utilizo la base de datos KDEF descrita en la seccion 2.4, con €
datos se creo una matriz que contiene los vectores caracteristicos obtenidos a través de las integrales proy:
imagenes, a @esatriz se le aplico el algoritmo de PCA[50] para reducir sus dimensiones (este método se expli
siguiente seccién), usamos un clasificadauseringg2JLse usaron 260 de entrenamiento y 230 de prueba
dando como resultado éssmaakirado en la tabla 3.2.

TABLA23 RESULTADOS DEL DETECTOR DE PERFIL.

Izquierda Frontal Derecha Promedio

92.85 98.57 90 93.8

22 SGMENTAAOMNOMATICA DE LAS REGIONES DROSITERRES DEL

22.JAIUSTE DE LAS DIMENSIONES DE ROSTRO

El rostro extraido de la imagen a través del Algoritmo de Viola Jones, contiene fondo en algunas ocasiones y
puede ser cabello o en los hombres el fondo con el que se tomo la fotografia, asi como las orejas que 1
informacion ihé® para el reconocimiento de las expresiones faciales, con el objetivo de eliminar este prob
mas adelante en la extraccion de caracteristicas puede convertirse en ruido y disminuir el porcentaje de reco
sistema propuesto, seleesifiente; se divide la imagen en sus 3 canales Rojo, Verde y Azul, después se rec
resta de los canales Rojo y Verde con el objetivo de realzar la piel como se puede ver el Fig. 3.7.b, el sigui
binarizar la imagen obtenidastie tkelos canales a partir de la ecuacion 1

L oy 2 o Pg (25)

N

FIGURAR 7.DE IZQUIERDA A DERECHA, IMAGEN ORIGINAL (A), RESTA DE CANALES @ENARBEIENC)

Ya que se tiene la imagen binarizada como se muestra en la Fig. 3.7.c, se utilizaran los momentos de una irr
se definen a partir de la ecuacion 2.
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I ., By B, e=ALefn . (26)

Donde I(x, y) estiansidad de la imagen en la posicion (X, y), N es el numero de columnas y M el nimero de-

la imagen, siendo p y g quienes definen el momento de la imagen, es decip desecyaisiaractiadaer M
como se muestra a continuacion

I o« Lefn8 (27)

Ya que sabemos cémo se calculan los momentos de una imagen, podemos calculasadsentro de gravedad
dichos momewio® ¢do muestra las ecuacionés 2.8y 2

=

L h
=+ T (28)
h

L 0 (29)

_||l=
= &=

=
=

A continuacion definiremos 3 variables intermedias a, b y c, en las ecuaciones 3.10, 3.11 y 3.12 respectivan

4
+ T (3.10;
4 3.11
h 1L ( Sl
t o
J-I 'l Al
AL h . (3.12
T O

¢

Ya qukemos definido las variables intermedias, encontrarestos lehsawctorts em la ecliddibt].2

_ g N S s (213)

Para encontrar el limite izquierdo de la imagen usamos la ecuacion descrita en 3.14.

Gy I (214)
r
Notdéd® st a operaci-n redondea 06adé haci a
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Para encontrar el limite derecho solo es necesari@suatdomhancho

ﬁo# XL 60 (215)

Para encontrar el limite supegonqEaecuacion descti en 2.

-0

_qfk

o} gnlf) 8 (216)
A partir de las ecuaciones anteriores es posible realizar el recorte de rostro como lo muestra la figura 3.

» Limite superior

)
- w -
Limite lzquierdo Limite derecho

FIGURAR.8 REGION A SEGMENTAR.

22.ZFGMENTACION DE LA REGIONES DE INTERES DEL ROSTRO

Las regiones de interés se definieron tomando en cuenta el movimiento de los masculos, para cada expres
se pueddservar en la Fig. 3.9, por esto se toma la decisién de segmentar la region de la boca y Frente/ojos,
realizar este andlisis gracias al software de ARTNATOMY [13] . En ambos casos para realizar la segmen
regiones de interésgiesppartiremos del hecho que los rostros mantienen una relacion simétrica entre el anchc

del rostro, asi como la posicion de la boca y ojos como lo muestra la Fig. 3.10.
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Miedo Enojo Molestia

Neutral Triste

FIGURAR 9. MOVIMIENTOS DE LOS MUSCULOS A DIFERENTES EXPRESIONES FACIALES.

1/51/51/5'1/5 1/5

173 A

173 B

i73

FIGURAR 10 RELACION SIMETRICA DEL ROSTRO.

2.2.2.1 Segmentacion de la region deeclirte/ojos
Para realizar la segmentacién de region de Frente/ojos, tomaremos la imagen y sera divida en 3 regiones a
y C) como lo muestra la Fig. 3.10. , tomando la regiéon A de la Fig. 5 como nuestra region de interés,

2.2.2.2 Segmentacion da region de la boca
Para realizar la segmentacion de region de la boca, tomaremos la imagen y sera divida en 3 regiones a lo ¢
la regién C de la Fig. 3.10 como nuestra regién de interés, pero a diferencia de la regiéda® Frente/ojos dor
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ancho tenemos region de interés, debido a la frente, aqui es necesario realizar una segmentacion para obten
de la boca.

Al igual que anteriormente para reducir la region del rostro tomaremos los canales Rajoegiédeiate de la imagen,
entre ellos, después se realizo un ecualizacion délFhidmodreimaciitalyen obtenida anteriormente, dando como
resultado una imagen como la que muestra la Fig. 6.

FIGURAR 11 IMAGENECUALIZADA DE LA RESTA DE LOS CANALES R Y G.

El siguiente paso para la segmentacién automéatica de la boca es obtener la integral proyectiva [49], esta ¢
suma de los valores de los pixeles, para nuestro caso sera a lo ancoiymeaettgroireatbs el promedio

de sus filas, esta es una integral proyectiva horizontal, con esto obtendremos un vector de lo ancho de la in
analiza. En la figura 3.13 se muestra la grafica del vector obtenido

80 T T

60~ -

40t .

20+ -

Promedio de las filas

i} | | | 1 1
0 a0 100 140 200 250 300 3480 400

Columnas de la imagen

FIGURAR.12 GRAFICA DE LA INTEGRAL PROYECTIVA HORIZONTAL.

Ya que se tiene el vector de la integral proyectiva, se buscara el valor maximo de este, que llamaremos a p
momento "D", Después a partir del centro de titaegéanjmagen "D" pixeles a su izquierda y "D" pixeles a

su derecha, respetando la altura original de esta, como lo muestra la figura 3.13, con esto se extrae la regi
de manera automatica.
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FIGURR 13 EXTRACCION FINAL DE LA REGION DE LA BOCA.

22.FTIEMPLOS DE EXTRACCION DE LAS REGIONES DE IMPORTANCIA

En la base de datos que se uso, en algunas ocasiones cambia la iluafecei@l pistenestpana la
extraccion automéatica de las regiones del rostro como se puedo apreciar en la tabla 3.4.

TABLA24 ALGUNOS RESULTADOS OBTENIDOS CON LA EXTRACCION AUTOMATICA DE LAS REGHENFSIH RO.ERE

Imagen Original Extraccion de la region Frente/ojos Extraccion de la region de la boc
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2 3FHROPUESTA DE UN CLASIBRIEDENRTEZCNICAS DE CLUSTERING Y LOGICA DIFUSA

El clasificador propuesto opemamdesu@asipara generar varios clister para cada clase. Se supone que se cono
el numero de clases, | y el nimero de patrones de entrenamiento, K, para cada clase, aunque el nimero de
generaran para cada clase se desconoce Tenapitemas importante mencionar que en el clasificador propuest
los cluster de cada clase son entrenados independientemente de las otras clases. Por lo tanto, si se agrega L
los cluster ya entrenados permanecen sin camhasstireanmsuedas clister para la nueva clase.

23. FTAPA DE ENTRENAMIENTO

Para desarrollar el algoritmo de entrenamiento, considere la siguiente matriz:

G =|tg,0y,0p,....04,...,0 | (2.97
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€Goo Gor - Gopo
e u
i = éq,l,o G - Gus N (2.28

é ... ..
e
éG,K,O C'1\',|<,1 ,K,Bl]_

Indica las caracteristicas de los vectosgpaase § » corresponde @dangomponenter@haector
caracteristicos dellaalase, B=NADespués del entrenamiento del clasificAqrcehtewdod la cantidad

de chkteres creados para cada clase, g demiatale, el numero total de cllster en el sistenaelasa
sera pondra con valor cero. Debido a que los clUster perteneciente a cada clase se estiman de manera inc

entrenamiento delresempieza inicializando los cllster pertenecientes a la clase bajo analisis.

Pasa. Inicializando el proceso

Consideraddg U, ey, . =G, que es,

oo Yor -+ Yop@ €Y 0

é U & U (2.19
Y = éyLo Yia Yig U:é 0 U

é.... L0 é U

é u é .u

&Yio Yua Yis( éYLQ

Después, asumimos que el indice del pripref al@stetirasgacion, construimos dhquect@ne el mismo
numero de elementos que los cluster inicializados con ceros, obteniendo lo siguiente,

N; =[0,0,0,0,...0] (2.20

A continuacionstruimos un v&ctpre contendra la varianza para cada cluster, también se inicializa con ceros.

s =[0.0.0,0,...0] (.21

Asignamos la primera fila de M edataipr del primer centroide:
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C(0.j)=Y(0.j), §=0123..B (2.22

Siguiente, se establece |aHtnEnando la primera feede fuesad para calcular el centroide del primer
clister como muestra la ecuacion 3.21. Obteniendo,

> (1 1 1
$voo YL - V5B Z
yO=5¥e i - gl (2.23
& e U
4,1 @ @
&iyo Yiga = Yiy.s

dorelY® es una matriz geBly L=L-1.Despues, determine M3 dilestiene la distancia méxima y minimo
respecto a C(0,j), que es

dy =max@y), k=0,12,...Ly, (2.24
y
dy, =min(dy), k=0,12,...,Ly (2.25
donde
.? 2 (1) ~2
dk=agé( (k,)-CO.NB, k=012..Ly (2.26
j=0

Luego, usandodana fila déUYque corresponde a la distancia minima){Qyoelifaguerdide C(0,)), vy la
varianza(&j) como se muestra a continuacion:

Nc(0) = Ne(0) +1 (2.27
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_Nc(0)-1 . 1 L, - (2.28
Nc(0) co.n+ Nc(0) vemD)

C(@.J)

NoNdO)-1 L s @, .\ &2 (2.29
SO ="ao S(O,J)+—No(o)gé( (m j) C(O,J)Q-

Acontinuacion, usanetifaaMla, el Segundo cluster de la primera clase se calcula como muestra la siguiente ec

c@p=y®M.j). j=0123.8 2.3p

En la segunda iteracion, primero se calc¥g lzomatdo lssima anddvna filas deratrizY®) De la
siguiente forma,

o (2 2 2
Y3 v e Y52
N I U Y (2.31
& .o e e e
4\ /(2) (2) (2 ¢
Yo Yiur - Yiusg

Dondé?es una matriz @eBly L=L-3. Entonces, calculamos la¥Jiasediene la distancia maxima y minimo
respecto a C(p,j) , p=0, 1 usando

dy, N =max(dy,), k=012..Ly; r=01 (2.32

y
dm,n :min(dk,r)v k:O!:L 2!1LN, r =0,1 (233

donde m se refiere al indice dé2y filaes el indice de los centroides con la menor instancia entre ellos, miente
gue M es el indice de la fi¥&de N es el indice del cluster con la distancia maxima entre ellos, y

B, 2
dk,r:é_éﬁy(z)(k,j)-C(r,j)g, k=0,12..,Ly; r=12 (2.34
j=0 '
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A continuacion, usaneinhaila, que corresponde a la minima distancia, (npdificamiode,)), y la
varianz&(n,j), donde n y m se calculan como muestra las siguientes ecuaciones:

Nc(n) = Ne(n) +1’ (2.35
o Ne(n)-1. N (2.36

C(n,j) NG(T) C(n, j) +—Nc(n) Y (m,j)
Non)- 1 (2.37

S, ) +——&A(m j)- c(n 1)8

S =R No(n) &

Después, incrementamos el numero de clister en uno (que es, p=p¥®ouyaatistateificoe respecto
a todos los clusteres es la mas grande, obtengsirebvellastdel p

cp.i)=YAM,j), j=0123..,B (238

En la tercera iteracion, se calcula¥&) matremdonasimg Msimdilas d&@ obteniendo

3 3 3
$Voh  You - YoB S
v - y(3) "y vig U (2.39
d
NN I
yLN o Yiya " YiyBy

dond¥®es una matriz @Bly L=L-5.Despues, calculamos las/filagsieason las distancias con C(p,j) , p=0,
1, 2, usando:

dyv N =max(dy ), k=0,1,2..Ly; r=012 2.40
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dmp=min(dy ), k=0,12,..Ly; r=012 (2.91

donde m se refiere al indice deYi@syfitadenota el indice del centroide con la distancias mas pequefia, mientre
M es el indiceYfe y N el indice del cluster con la distancias mayor, y

B, 2
dk,r:aéaéf‘3’<k,j>-c<r,j)§, k=0,12..Ly; r=012 2.42
j=0 '

Después, usarsimanfila, que corresponde a la distancidifinag@), el centroide C(n,j), y la varianza
S(n,j), donde n y m estan determinados como muestran las siguientes ecuaciones

Nc(n) = Nc(n) +1, (2.43

c(n,j) = Nc(n)- 1

. 1 ©) .
Nc(n) C(n’J)JrNc(n)Y (m.J) (2.94

L Nam-1. o0 1 8@, &2 (2.45
S =g S(n,1)+—NO(n)gé( (m j)- C(n, )8 |

Despué@scrementamos el nurokisteteen uno ( p=p+1), usando MgJitaige distancia con todos los cluster
en la /=sim&lase es el mas grande, obtenisingo @ligier como se muestra a continuacion:

c(p.i)=Y?M,j), j=0123..B (2.96

Paso 2.
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En general, Calculamos l¥‘aelmminando¥Yfeel sima y ima filas obtenidos en el paso anterior y
establecemptn2. obteniendo

o, (t+1) t+1) t+1
Hoo) Yor| - ¥om D
VG gyitg b y£t1+1) yitgl) 3 (2.47
& oo e U
4, (t+D) (t+2) (t+D)
Yo Yiga o Yy

Después, calculamos lasyfitigide tiene los valores minimes8 X i mos respecto a C{(p,
se muestra:

dy N =max(dy,), k=012..Ly; r=01..2 (2.48

y
dmnp=min(dy (), k=0,12..Ly; r=01,..2t (2.49

donde m denota el indice d¥#&)fifan es el indice del centroide con la distancia mas pequefia, mientras M e
indice dé®1) y N el indice del cluster con la distancia maxima con todos los clUsteispraetesgentes a la i

B . 2
der =88 V- CrDEL k=012.Ly; r=12..2 (2.50
i=0 '

A continuacion,detamsima fila, que corresponde a la distancia minima(myoelifiearmogl®l C(n,j), y la
varianza S(n,j), se calculan:

Nc(n) = Nc(n) +l, (2.51
.« _Nc(n)-1 . 1 t+1), .
C(nv J) - NC(n) C(n’ J) + NC(n) Y (m’ J) (252
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NAW- Lo jy+—L & D (m jy- c(n, 1)8 (2.33

=R NQn) ¢

Después usando ¥filauyas distancia con respecto a los clister es la mas grande, obteniendo el valor del c
p=p+1 como se muestra:

c(p.i)=Y"™M,j), j=0123..B (2.94

si »2, entonces ir al paso 2.

Después de que se han analizads |[merteretorentes-gilaglase, los centroigelm€varianzads cada
uno de los grupos de p se organizan como se muestra.

- (2.9

o~T T T
CI :ébNi_1’CNi_1+l’CNi_1+2"""CNi a

T (2.56

dondd=N.r+p se refiere al numero de clusteindetapa. A continuacion, estal€remes<+p y
1=1+1 Sit </, dondées el numero total de clases, volvemos al paso, lopoentrodadas varianzas de
todos los cluster pertenecierjaeealllas clasesorganizan de la siguiente manera:

N T (2.57
T T T T T T
C= éto ""’CN]_’CN1+1’""CNz,CN2+l7""’CN/_1""’CN/ g

o (2.8
g
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dondd/.;-/V se refiere al numero de clugtef denalase.

23.ZTAPA DE EVALUACION

Durante el entrenamiento del sistemaA/46 elsiates pertenecientessanalase, donde= 1/ Estos

seransadosn la etapa de evaluacién. En este punto cualquier se clasifi¢d/adi@stés, @b pogner paso

es que el Sistema evalla si el patron de entrada pertenece a alguno de los clister. Después, utiliza esa infc
determinar si elqpadie entrada pertengsesaase. Con esto, Los vectores caracteristicos se estiman como mues
la siguiente ecuacion.:

€70 £(0) (O £(0) 7O £ W @
000 D Wy
s _€fy 7 f S f e u 2.
a=g’o /1772 r NM- 156 N (2.99
ew 0,0 b o ' o-u
L wits S 4 T/ IO N
A continuacion la expresion es evaluada:
IFGl Cj; OR@I Cjp ORI CjgOR....0I Cj (.- N;_,) THENGT ¢ (2.60

donde se refiera a la claseusando la ecuaciéteBiBAdo en cuenta que cada grupo se caracteriza por su
centro y varianza, podemos evaluar el grado de pertenencia del patrofi deditizadd@db\e&ss
dado por (3.58) deuiaisig manera:

LA Q. ~n V)2 00
Ve =0 %x;éwgg 161 ¢ (N; - Ni_q) (2.61

Entonces, el grado de membresia del patron de entrada esta dado por:

Yo =mady g 161 ¢ (N - Nioq); kK=12.../ Ny (2.62
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....... Npat [ |

Class 1 ich Class 2 '\}‘Cz Class N

— l' '
FIGURAR 14CLASIFICADOR PROPUESTRISF® EN UNENFOQUE DE LOGICA DIFUSA

Los centroides estitgdiog | varianzay V de los clister de cada ROI se dan a través de

T
_e~T T T T T T T T
G= éb 1"';CN1+11CN1+2!-"1CN2lCN2+11-'-!CN31'-'1CN/_1!-"1CN/ g (263
T
—_e-T T T T T T T T
F—gFl 1---,FN1+11FN1+2,---1FN2!FN2+1!---1FN3v---’FN/_li""FN/g (2.64
T
Ol T T T T T T T
S: %l !""SN1+1’SN1+2""'SN2 ’SN2+1""'SN3""’SN/_]_""’SNgg (265
and
—_a,T T T T T T T T
V —g\/l 1""SN1+11VN1+2""1VN21VN2+11"'!VN31""VN/_11"'!VN/ 8 (2@6

23. B/ALUACIONREEULTADOS

Para evaluar la capacidad de estimacion de clusters del clasificador propuesto y compzaago con el algori
convencional, se requirieron ambos esquemas para clagtfitas hOhatmsesesdistribuyeron aleatoriamente
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entre 0 y 1y pertenecian a 4 clases diferentes distribuidas como se muestra en la figura 9a. Después de entl
clasificador propuesto como el atgEaiisidq, los esquemas se evaludoamusanjunto diferente de nimeros
distribuidos aleatoriamente entre 0y 1. Las Figuras (3.15 B) y (3.15 C) muestran los datos d& prueba junto cor
generados. A partir de estas cifras, es evidente que el esquema propogsitignedte dizsifiatrscde

prueba incluso cuando las clases estan desarticuladas, pero que un esquema convencional no puede

Class A Class B Class B
0.8}
Class C Class A Class B
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Capitulo. 2portaciones
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FIGURAR 15REPRESENTACION DEL CLASIFICADOR PROPUESTO CON 4 CLASES SEPARADAS ENTRE SI. (A
CLUSTERSGENERADOS POR EL ESQUEMA PROPUESTO, (C) CLUSTERS GENERADOS POR KME.

2. 4ONCLUSIONES

Este capitulo se presentan tres sistesthanpe por separado el primero de ellos es el recont
del rostro, como podemos observar los resultados en la tabla 2.3 los resultados son sup
perfil, por otra parte seesdizando un recorte autden@iceegiones de interés del rostro, para |
primero que se propone es un pre recorte del rostro de la imagen obtenida a tradése®)|
después en base a la simetria del rostro y con ayuda de las/asegabes poyeanera automa
regiones de interés, la primera de ellas la regién de Frente/Ojos y la segunda la de la Boca
mencionar que se logra la extraccion adecuada de las regiones aln cocalifiee piecherams
en la tabla 20ér ultimee propone un clasificador de bajo costo congsutap@ndequdacionar cle
se encuentran muy disjuntas como se puede apreciar en la figura 2.15
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CapitUkl%TEMAS DE RECONOCIMIENTO DE EXPRESIONES FACIALES

En este capitulo se presentaran 2 aplicaciones en las que se usaron las aportaciones descrita en
anterior, la primera de eflasesga y se prushbtasimagendsla asale datos KDEF y la sagunda

entrena con la base de datos KDEF gosimpridbas ldebase datos de HOHA, descritas en la seccion

2. Es muy importante sefialar que los objetivos entre ambos sistemas son diferentes, para el sistema
4.1 es reconocer la expresion facial que realiza una persona a través de una imagen y para el siste
objetivo es a través del reconocimiento de expresiones faciales aplicado a video, crear una relacion en
de animo de la personasreadnao diferentes acciones usando el reconocimiento de expresiones fac
para crear este relacion.

313STEMA DE RECONOCIMIENTO DE EXPRESIONES FACIALES EN IMAGENES

Como ya se menciono anteriormente, este sistema se entrermyesdqinsekd Bigiama de bloques

del sistema propuesto es mostrado en la Fig. 4.1 la imagen original de la base de datos KDEF se le aplica e
Violdones explicado en la seccion 2.1.1. para la extraccion de un rostésdmnel dlespende despnentacion
automatico se obtienen las regiones de interés de la boca y Frente/Ojos a través de los momentos de ur
integrales proyectivas como se explico en la seccién 3.2, por otra parte el bloque dkelsaliiifisador y decision
explicaron previamente en la seccién 3.3. Con esto solo falta explicar el bloque de la extraccion de caracteri
una de las regiones de interés, se le analizo por separado para encontrar el tamafio épomdeale la ventana de
Gabor, en total se le aplic6 a 3 vectores distintos(boca, frente/ojos, boca+frente/ojos) el PCA, para despué
vector caracteristico.
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FIGURA.1 DIAGRAMA A BLOQUES DEL SISTEMA PROPUESTO.

31.IARACTERIZACION DE LA IMAGEN

El bloque de caracterizacion de la imagen esta dividido en 3 subloques que seran explicados a contir

3.1.1.1 Filtros de Gabor

Los filtros de Gabor[56] son un ejemplo de filtros utilizados en drighasemalinaitmes imagenes, tales

como el andlisis de la text{tt&][¥d]que son invariantes a los que cambios de luminiscencia. Estos son filtros j
banda, que tienen tanto una orientacion, propiedades selectivas de frecpimeZynjoateesoldoidmés

tanto espacial como de frecuencia. Las funciones de &ehuoirZidagipdatadcuacion

(31)

Donde los parametrbsexpresan su localizacion en el dominio espacial, el parametro F expresa la frecuencia e
Como se aprecia en la ecuacion 4.1 la sefial elemental de Gabor bidimensional espacial, esta en funcién c
Gaussiana bidimensional , la feepaei@iéF) y la rotacion apljcpdaa aplicar esta rotacion se utilizara la
ecuacion 4.2. La respuesta Gaussiana bidimemssasepuedaste la ecuacion

odde edo Vi vgh'e ygr cds v (32)
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a 8 (33)

e ——
La ecuacidpera en el conjunto de nimeros complejos, donde la parte real es la funcién de Gabor simétrica
imaginaria es la funcién de Gabor asimétrica, retomando ch I%eeﬂa&a’sandb la Férmula de Euler,

obtenemos lo sigd}emev o/ . Ym" ©® ZOﬁconsiguiente es posible obtener la sefial elemental de
Gabor con componentes realetos sriagués de la ecuacione$3.4y 3

bo|oh 4o v (3
I [ eh vg-Z=e . (35)

Dondi#es la sefal elemental de Gabor con componentes realls@memﬁqiaﬂ)eynental de Gabor con
componentes imaginarios (simetria impar). Podemos concebir la informacién apartada por este par de func
vector bidimensional cuya magnitud forma el contraste de energia en un punto damrificage aireccion es e
través de la fase de la energia. El contraste de energia es llamado también amplitud de la sefial, el cual al 1
en niveles de gris, muestra la respuesta de la imagen en funcién de la funcién espacial, qeie es independier
La informacion aportada por este par de funciones corresponde al contraste de la energia en un punto dad
de energia aftd se obtiene mediante la ecuacion:

I ofx I# Iv 8 (36)

Al promediar cada una de estas amplisadias dsultante, se obtiene los vectores caracteristicos de la respues
de la imagen:

19 = =" g (37)

Donde B es el numero de bancos de filtros de Gabor [16].

Se uso upa — , dond® es el nimero de bloques en lo que se divide la imagen a lo ancho, las orientacione:
. . . > N~ Z >y ~ Z ~ Z ~ Z ~ Z ~ Z ., e
se usaron tienen una diferencia de 2th-dradbsh—h—h—h—h— , también se utilizaron 6

frecuencias espacidies- h—h—h— |, la figura 9 muestra la disposicion del banco de filtros.
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FIGUR/.2ESQUEMA DEL BANCO DE FILTROS DE LA FUNCION BIDIMENSIONAL DE GABOR.

Por cada bloque de la imagen a extraer su vector canaiendstisd mnobs de filtros de Gabor (6 frecuencias
y 9 orientaciones) como lo muestra la figura 10, por Gltimo se obtiene un vector caracteristico del nimero d
que se dividio la imagen, a través de un promedio de los 54 filbadadel dsgiscd@éaamagen.
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Bloques de la imagen
|

Numero de Frecuencias X
Numero de Orientaciones

FIGURA.3 BANCOS DE FILTRO DE GABOR Y BLOQUES DE LA IMAGEN.

Por lo tanto para la regién de la boca el vector caracteristico tendra de elementos la mhltpliescion del nimer
a lo ancho por el numero de bloques a lo largo y para la regién de la Frente/ojos es similar.

3.1.1.2 PCA

El andlisis de componente principales (PCA) [50] permite reducir la dimensién de los datos, transformando
p variables originales en otro cogjuat@bkes correlacionadas, llamadas componentgs \@iiadijeses. Las

son medidadbre cada uno de ilegividuos, obteniéndose una matriz de dagpsCendaeplicacion del

algoritmo del PCA se obtendraPdfuagrizcontienedasievas variables 6 componentes principales a través de
combinaciones lineales dab#ssvariginales. Es importante mencionar que obtuvirRbfpaes loatrices
resultados mostrados en este articulo; la primera de esta es para los vectores extraid@égje la region de la
después se obtuvo para los vectores extegidosdeeldaFrentefips] y por ultimo la concatenacion de

ambos vectores extraidos de cada una de las regiVgeg)de interés (

3.1.1.3 Estimacion del vector caracteristico

Cada vector caracteristico es el producto de las diferendésemdagestaVes del PCA por cada vector
caracteristico de las imagenes, como muestra la figura 11, con esto vectores caracteristicos obtenidos ya es
una matriz de entrenamiento y una de prueba, siendo el siguiente gdasusclasificar dicho
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FIGURA.4. EJEMPLO DE LA ESTIMACION DEL VECTOR CARACTERISTICO.

31.AESULTADOS

En esta tesis, las imagenes de la region de la boca se redimensionaron a 180 pixeles de ancho y 90 de alto,
de la Frente/ojos se redimensionaron a 300 pixeles de ancho y 150 de alto. Como inicio se usaron diferer
cuadradas pasdiltros de Gabor, en ambas regiones del rostro, tomando 50 imagenes de entrenamiento y 20
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Ventanas de Filtros de Gabor vs %
Reconocimiento

=
o
o

Porcentaje de
Reconocimiento(%)
~
o

10 20 30 40 50 60 70 80
‘ m Boca 97.85 | 97.85 | 97.85 90.7 88.57 | 52.14 | 19.28 | 19.28

‘lFrente/OjOS 99.28 | 99.28 | 99.28 | 99.28 | 99.28 95 92.14 | 47.85

FIGURA.5 PORCENTAJE DE RECONOCIMIENTO USANDO DIFERENTES MEDIDAS DE PARA LAS VENTASAREMABORFILTR

Como muestra la figura 4.5, para la regién de la boca el porcentaje de reconocimiento del %97.85 se mantit
ventanas de Gabor3fe por lo tanto para futuros experimentos usaremos la ventana de 30X30, para la r
Frentej@s el porcentaje de reconocimiento del %99.28 se mantiene si se usan-8@ntzorale den@abor de 10
para futuros experimentos usaremos la ventana de 50X50, el uso de estas ventanas en ambos casos se dek
computacional es merealiZeel mismo experimento con una red ceucona &otiinuestra la tabla 4.1

teniendo como resultados para la boca un %97.14 de reconocimiento entrenando con 50 imagenes y usanc
los filtros de Gabor de 30x30, para ltarEgdied®jos se obtuvo un %91.42 de reconocimiento entrenando con
imagenes y usando ventanas para los filtros de Gabor de 50x50, en ambos casos el porcentaje de reconocil
al obtenido utilizando el clasificador propuesto.

TABLA3.1. COMPARACION DE LOS PORCENTAJES DE ENTRENAMIENTO Y TIEMPO DEL MISMO ENTRE LOS CLASIFICADORES

Reconocimiento Tiempo de entrenami
Region
Propuesty ANN Propuest ANN
Frente/Ojos 99.28% 91.42% 1.51s 2.4s
Boca 97.85% 97.14% 3.4s 4.4s
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La tabla 3.2 B 3nuestran las matrices de confusion para la regién de Boca y Frente/Ojos respectivamente, pc

gue el método propuesto para la regién de la boca reconoce dieddireopMalestibdl Tristey
Sorpresan un porcentaje del 100%, solo en neutral tiene un porcentaje del SBidstepafardifagione con
de la Frente/Ojos reconoce de manera adeEnajiblesti@élizTristey Sorpresan un porcentaje del
100%, dvliedoeconoce el 95% confundiéidss® con
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Matriz de confusién, regién Boca

Miedo| Molestia | Triste| Enojo | Feliz | Neutral | Sorprese
Miedo | 1.00 - - - - - -
Molestia - 1.00 - - - - -
Triste - - 1.00 - - - -
Enojo - - - 1.00 - - -
Feliz - - - - 1.00 - -
Neutral - - 0.15 - - 0.85 -
Sorpresa - - - - - - 1.00
TABLA3.2. MATRIZ DE CONFUSION, USANDO VENTANAS DE 30X30.
Matriz de Confusion, Regién Frente/Ojos
Miedo| Molestia | Triste| Enojo | Feliz | Neutral | Sorprese
Miedo | 0.95 - 0.05 - - - -
Molestia - 1.00 - - - - -
Triste - - 1.00 - - - -
Enojo - - - 1.00 - - -
Feliz - - - - 1.00 - -
Neutral - - - - - 1.00 -
Sorpresa - - - - - - 1.00

TABLA3.3. MATRIZ DE CONFUSION, USANDO VENTANAS DE 50X50



En la figursbxenemos los resultados de haber entrenado al sistema propuesto con 50 imégenes, la figura 4.¢
porcentaje de reconocimiento obtenido al wadarpatraimasrcon los que entrenamos al sistema, es importante
mencionar que en cualquiera de los 3 casos (Region de la boca usando ventanas de 30x30, Region de la Fre
ventanas de 50x50, Region de la boca usando ventanas da BxRe+Regidsalalb ventanas de 50x50 )

los porcentajes de reconocimiento son mayores al 95%, cuando se concatenan las regiones de Boca y F
mayor porcentaje de reconocimiento es de 100 % este se obtiene cuando en@@muégarestgroaloon 10 y
tanto el mejor resultado, si contamos con el rostro completo para reconocer una expresion facial, es cuandc
sistema con 10 patrones. Si solo se contara con la regién de la boca para definir la exptresian facial 1o mejol
al sistema con 30 imagenes como lo muestra la figura 4.6, por ultimo si tuviéramos la regién de la Frente/Oj
seria entrenar al sistema con 20 imagenes, aunque existe un porcentaje mayor de reconocimiento (100%),
muy ceano a usar todas los patrones de la base de datos para entrenar este sistema, por esta razén es prefer
al sistema con 20 imagenes teniendo un porcentaje de reconocimiento del 99.14%

Datos de entrenamiento vs %

g Reconocimiento

k9] 100

£ 995

o 99

S 985

oL 98

x< 975

® 97

©

o 965

T 96

S 955

8 95

S
®Boca 97.61 | 99.71 | 100 @ 100 | 99.28 | 98.57
® Frente/Ojos 95.47 | 99.14 | 98.92 | 98.57 | 97.85 100
m Boca+tFrente/Ojos | 100 97.85 | 99.52 | 99.64 | 99.71 100

FIGURA.6. PORCENTAJE DE RECONOCIMIENTO VARIANDO EL NUMERO DE DATOS DE ENTRENAMIENTO.

Realizando una comparacion abndechi®io lo muestra la4allat8mos que el sistema propuesto es superior
a otros sistemas donde obtienen el reconocimiento de las expresiones faciales (en ambos sistemas solo utiliz
a través de las distintas regiones del rostro.

Referencia Caracterizacion Clasificadol Frente/Ojos Boca Boca+Frente/Ojo: Base de Dato

Propuesta  Filtros de Gabor Propuesto 99.14 100 100 KDEF
[57 1(2014)1) Eigenphases+MV SVM 60 79.3 82 CK
[58](2015)1) Gabor Template SVM 95.102) 90.8 N/A CK

(1) Solaeconocen 6 expresiones facialdsi€¢ddEnojdlolestikeliz Tristey Sorprgsa
(2) Solo utilizan la regiones de los ojos para el reconocimiento.
TABLA3.4. COMPARACION DE PORCENTAGEBSIEICACION QUE UTILIZAN REGIONES ESPECIFICAS DEL ROSTRO.
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Por otra parte en la tablae3realiza una comparacion con otros sistemas donde utilizan todo el rostro pa
reconocimiento de expresiones faciales.

Referencia Caracterizacion Clasificador Clases % Reconocimientt Base de dato:

Propuesta Filtros de Gabor Propuesto 7 100 KDEF
EMD + PCA + LDA,EN

[18](2015) PCA + LFDA,EMD + K KNN, SVM, -REN 7 100 JAFFE

EMD + PCA + LDA,EN
[1812015)  oCA s | FDAEMD + K KNN: SYM BBV 7) 99.75 CK

TABLA3.5. COMPARACION DE PORCENTAJES DE CLASIFICACION QUE UTILIZAN TODO EL ROSTRO.

De las comparaciones realizadas en la tabla 4.4 observamos que el sistema parpaeasife efemejor en su
reconocimiento, ademas en [57] realizan la extraccion de caracteristicas de manera manual, algo que este <
de manera automatica. En la tabla 4.5 observamos porcentajes de reconocimiento similares a los obtenidos
pero es importante mencionar que en [58] utilizan todo el rostro para el reconocimiento de la expresién facia
de esta propuesta que solo utiliza las regiones de interés propuestas.

100

98

96

90

88 1

86 -

O o 6 @ 6 6 0O 6 @ a0y

FIGURA 4.1 PORCENTAJE DERECONOCIMEINTO (1) PROPUESTA USANDO LA REGION DE LA BOCA, (2)PROPUESTA USANDO LA REGIO
DE LA FRENTEJOS, (3) PROPUESTA USANDO AMBAS REGIONES. PORCENTAJE DE ALGORITMOS PROPUESTOS (4) BENITEZ ET AL. [57]
(5) ZHNG ET AL. USA LA REGION DE LA BOCA [58], (6) ZHANG ET AL. USAJESHBAJE(7) ZHANG ET AL. USA AMBAS REGIONES
[58], (8) ALI ET AL. [59], (9) WANG AND ZHANG [60] AND (10) BUCIU AND PITAS [61] TAMBIEN SE MUESTRAN PARA SU COMPARACION.

68



328STEMBE RECONOCIMIENTO DE EXPRESIONES FACIALES EN VIDEO

32.1 SSTEMEROPUESTO

Como ya se menciono anteriormente, este sistema se entrena con la base datos KDEF y se prueba con
HOH&ste sistema usa video los blogues son similares la mayoria ya han sido previamente explicados podem
en la figura 4.7, el bloque de deteccion de rostro usa el algoritmo de viola jones explicado en la seccién 2.1.1
detector defppese explica a detalle en la seccion 3.1, la deteccién automéatica de las regiones de interés se exg
seccién 3.2 y el bloque decision se explica en la seccion 3.3, solo falta explicar la extraccion de caracteris
realizo en estesistque se explicara en la siguiente subseccion.

‘ | RO
Video Face Profle | Featlre |
. | Automatic | Decllon
Frame Detection | Detection | bxtraction
Detection

e — —— ——
FIGURA.7 DIAGRAMA A BLOQUES DEL SISTEMA PROPUESTO.

32.1.1EXTRACCION MRARACTERISTICAS

En este caso para la realizar la extrreidterdgticas de cada una de las regiones de interés, las dividiremos e
bloques de 35x 40 pixeles, los cuales seran caracterizados a través del valor modal de cada bloque, con
creamos un vector por cada ROI, al final las conaatphicaie@ld3@Ary la estimacion del vecticaaracterist
descritas en las secciones 31111rgspectivamente.
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32.2 HRESULTADOS

El esquema propuesto se probo con la base de datos HOHA gue consta de 8 acciodderdetdderentes actore
fondos, es decir con condiciones no controladas, lo caabdifiiahtoelias figuras3iEl)(@8estran 4

frames del video 1, donde la accién es besar. Los resultados de dichas figuras son similagédnesto se debe a c
es similanestos frames, pero la fidued Rsultando es diferente, esto no nos debe importar por que el objetivo
reconocer la expresion facial de todo el video completo. EVidsaledméisabdelen la fiQura 3

Eyes/mouth
100 e e

Image

e
o

(=) ~1 co
o o o
I i

Mood's probability (%)
¥
o

12 3 4 5 6 4

FIGURBBFRAME 116 DE 0ASOGDODO®. VESRD2 ENOIEE MEESTIA: FELIZ
5: NEUTRAL, @RISTE7: SORPRESA
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As Good As It Gets -01766.avi

Mood's probability(%o)

FIGURA.32 PROMEDIO DE RECONOCIMIENTO DE EXPRESIONES FACIALES EN LOS FREBMIES 40 OF 0AS GOOD AS I T G
-01766. AVI 6, ACTI OMIEDO2TENOX3: MALESTIMHRERZS: NEUTRAL, IRISTE7: SORPRESA

Para constatar el resulienidmbet invita al lector a buscar el video en la base de datos, con el fin de que obse
gue el resultado final que da el sistema es correcto, ya que en toda la escena la pédsanaidecencuentra trists
gue se anal i z o Effect,eTh€2 0 B3 .gauviie nd ,e eOmB uet stteer fdays o el
el resultado final obtenido lo podemos ver en la siguiente figura.

Butterfly Effect, The - 02093.avi
23 T T T T T

Mood's Probability

Afraid Angry Disgusted Happy Neutral Sad Surprise

FIGURA .33 PROMEDIO DE RECONOCIMIENTO DE EXPRESIONES FACIALES EN EOS AREMEE 804 OF ABUTTERF
EFFECT, THE02093. AVI . 6.
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En este punto el sistema es capazodesracada vidém expresion faelasiguiente paso aprovechando que
los videa® la base da datos que estarsetiquetael®®btengaraodos los videos gue teoniganisma
etiquetids resultadestos resultadornuestranlas siguientes figoeaka figura correspamadiaiaa de las
accionesalizasla

AnswerPhone
30 .

25

%]
=1

Mocd's Probability

10

Afraid Angry Disgusted Happy Neutral Sad Surprise

FIGURA.34 PROBABILIDAD DEL ESTADO DE ANIMO DE ANSWER PHONE.
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GetOutCar

Afraid Angry Disgusted Happy Neutral Sad Surprise

FIGURA.35PROBABILIDAD DEL ESTADO DE ANIMO DE GET OUT CAR.

HandShake
T T T

Afraid Angry Disgusted Happy Neutral Sad Surprise

FIGURA.26 PROBABILIDAD DEL ESTADO DE ANIMO DE HAND SHAKE.
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Mood's Probability

Mood's Probability
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FIGURA.37 PROBABILIDAD DEL ESTADO DE ANIMO DE HUGH PERSON.

Kiss

Afraid Angry Disgusted Happy Neutral Sad Sutprise

FIGURA.28 PROBABILIDAD DEL ESTADO DE ANIMO DE KISS.
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Mood's Probability

Mood's Probability
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FIGURA.39PROBABILIDAD DEL ESTADO DE ANIMO DE SIT DOWN.

SitUp
T

Afraid Angry Disgusted Happy Neutral Sad Surprise

FIGURA 20 PROBABILIDAD DEL ESTADO DE ANIMO DE SIT UP



StandUp
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FIGURA.21 PROBABILIDAD DEL ESTADO DE ANIMO DE STAND UP.

Los figuras anteriores nos muestran que es posible encontrar alggstadeldeidmiemdreusindo se estan
realizando cierta acciones especificas, es muy importante sefialar que los resultados obtenidos son para la
que se uso.

3.3DONCLUSIONES

Podemos concluir cjasiitador de bajoamsfutacionaétimejores resultados que una Red Neuyronal Artificial
Como nos muestra la talolad® ke super porcentaje de reconocimiento, como en los tiempos de entrenamier
Al realizar una compacanifmliteratura de la tabj@d&mos concluir que el sistema propuesto es superior a [57]
y [58], porque se obtuvo un porcentaje mayor de reconocimiento en todos los posibles casos y ademas se
expresion facial mas (neutral), eBoladalitamos una comparacifs stemas que utilizan todo el rostro

para el reconocimiento de expresiones faciales, presentamos resultados similares a los de la literatura de
esta ocasion ambos reconocemos 7 expresiones faciales. Por lo cuahesstosibistemacksrauaz de
reconocer de manera adecuada las expresiones faciales con un porcentaje mayor al 97%, ya sea tomand
que en nuestro caso son las 2 regiones de interés concatenadas, o responder de maparei@decuada a una
del rostro es decir solo tomando en cuenta una de las regiones de interés propuestas.
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CapituloO@NCLUSIONES

Esteesis presenta 3 aportaciones relacionadas con el reconocimiento de expresiones fasiafaes, la primera de ¢
capaz de detectar el perfil del rostro, esto ayuda a mejorar los porcentajes de reconocimiento ya que al tener
de frente o casi de frente a la camara la informacion con la que se cuenta para detectar la expresion facial
dandademds la posibilidad de crear sistemas de reconocimiento de expresiones faciales para cuando las
encuentran con el rostro girado hacia algun lado. Por otra parte se propone un sistema que detecta y extra
automatica las regiomeemds del rostro, sin importar las diferentes condiciones de luminosidad en las image
genero de la persona o la expresién facial que estén haciendo, siendo estos problemas que se mencionaron
a los cuales siempre se les hathfeesfeste tema, otro problema que se logro resolver es la oclusion de alguna |
del rostro ya que con solo tener una regién de interés del rostro completa el sistema propuesto es capaz
expresion facial de la persona. Por ultimarselpsiffrator basado en clustering y I6gica difusa, que al usar
algoritmos de clustering su costo computacional es muy bajo comparado con los clasificadores clasicos di
dando a demas la posibilidad gracias a la l6gica difussjedediapg@decemicia con las clases, algo que por
ejemplo no sucede con las redes neuronales clasicas.
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CapituloTBABAJOS FUTUROS

En tral@a futuro se pueden considdinedees desarrollar , la primera de ellas es realizar un pre
rocesamiento a las imagenes antes de realizar los filtros de Gabor y utilizar algun otro extractor de caracter
gue se menciona en la literatura, por otra parte se debe resolver alguna oclusién egiarigisetealguna de las
interés, pgilas daggiones propuestas estan ocluidas, ya que esto no permitiria el reconocimiento de la expres
finalmente resolver el problema cuando un persona no esta viendo de frente a la camara, es decir cuando e
algun grado deidtam el sentido vertical, que es cuando se tiene mayor perdida de informacion, asi como rez
sistemas de reconocimientos de expresiones faciales cuando el rostros se encuentra rotado de manera hori:
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expression recognition with automatic segmentation aifaxdurnidreasedi classification approaciBasedwledge
Systems, Volume 110, 2018 4PER@N 59661,

A supervised classifier scheme based on clustering algorithms and fuzzy |dg&T ANDEISERNKAKRELO
MIYATAKBector PERIEANA (En revisidPattern Analysis and Applicatiohs, Springer
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This paper proposes a facial expression recognition algorithm that automatically detects the facial image
contained in a color picture and segments it in two regions of interest (ROI)—the forehead/eyes and the
mouth—which are then divided into non-overlapping N x M blocks. Next, the average of the first element
of the cross correlation between 54 Gabor functions and each one of the N x M blocks is estimated to
generate a matrix of dimension Lx NM, where L is the number of training images. This matrix is then
inserted into a principal component analysis (PCA) module for dimensionality reduction. Finally, the re-
sulting matrix is used to generate the feature vectors, which are inserted into the proposed low com-
plexity classifier based on clustering and fuzzy logic techniques. This classifier provides recognition rates
close to those provided by other high performance classifiers, but with far less computational complexity.
The experimental results show that proposed system achieves a recognition rate of about 97% when the
feature vector from only one ROI is used, and that the recognition rate increases to approximately 99%
when the feature vectors of both ROIs are used. This result means that the proposed method can achieve

an overall recognition rate of approximately 97% even when one of the two ROIs is totally occluded.

© 2016 Elsevier B.V. All rights reserved.

1. Introduction

Facial expressions are one of the most powerful ways that hu-
man beings notify others of their emotional states. Approximately
55% of the messages related to an individual's feelings are deliv-
ered via facial expressions [1]. Facial expressions are generated by
contracting facial muscles that temporally deform facial compo-
nents such as eyebrows, lips, the nose or mouth, etc. These expres-
sions have been grouped into seven basic classes that are univer-
sal across human ethnicities: anger, disgust, fear, happiness, sad-
ness, surprise and neutrality [1]. Facial expression recognition has
received a great deal of attention during the last decade because it
is an important tool when automatic interactions between humans
and machines are critical, such as in developing hospital nurse
robot assistants [2], automatic animation, and intelligent tutoring
systems, among others [1,2].

As a result, several efficient facial emotion recognition (FER)
algorithms have been developed. In many cases these use ap-
proaches already widely adopted for facial recognition applications

* Corresponding author.
E-mail address: hmpm@prodigy.net.mx (H. Perez-Meana).
! http://www.posgrados.esimecu.ipn.mx

http://dx.doi.org/10.1016/j.knosys.2016.07.011
0950-7051/© 2016 Elsevier B.V. All rights reserved.

such as Gabor functions, discrete wavelet transforms, local binary
patterns (LBP), Weber Local Descriptors (WLD), discriminant sparse
local spline approaches, and key points based feature extraction
methods [2-10]. Ali et al. [2] proposed using empirical mode de-
composition, which is a form of nonlinear and non-stationary data
analysis for facial emotion classification. The major advantage of
this technique, which has previously been used to detect epilep-
tic seizures using EEG signals to diagnose Alzheimer's disease, is
that the basis function can be directly derived from the signal it-
self using local data characteristics, providing a fully data-driven
approach. In this study, the face image was first preprocessed to
segment it from the background using a rectangle based on a face
model [2] scaled to a fixed size, with its intensity normalized. Next,
a Radon transform of the resulting image was estimated and its
successive projections decomposed using the empirical mode de-
composition (EMD) approach. Then, the resulting data were fed
into three different dimensionality reduction schemes: Principal
Component Analysis (PCA) [11] combined with linear discriminant
analysis (LDA), PCA with local Fisher discriminant analysis (LFDA)
and kernel LFDA (KLFDA) [2]. Finally, the feature vectors obtained
from these schemes were fed into a classifier stage to make the fi-
nal decision about which of the seven types of facial expression
was present in the image under analysis. This system achieved
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a recognition rate of approximately 99% when operating on non-
occluded images.

Luo et al. [3] proposed an FER system that first detects the face
in an image using the Viola-Jones algorithm [4]| and whose pixel
values are normalized to reduce the effects of varying illumina-
tion. The resulting image is then characterized using the local bi-
nary patterns (LBP) algorithm with a sliding window of 3 x 3 pix-
els. After scanning the face image using the LBP approach, the re-
sulting matrix is characterized using the histogram of the resulting
LBP values [3]. Because each LBP value has eight bits, the resulting
histogram becomes a vector of size 256, which is fed into the PCA
module for dimensionality reduction. Finally, the resulting vector is
fed into a support vector machine (SVM) to carry out the recogni-
tion task. This scheme provides a recognition rate of approximately
90%.

Several of the FER systems described above provide fairly
good performance when operated with non-occluded facial im-
ages taken under controlled conditions. However, building robust
FER systems that can perform well on partially occluded images
is still a challenging task. Partial face occlusions can be classi-
fied into temporary and systematic occlusions. In temporary oc-
clusions, the partial occlusions are produced by head, hair, hand
and other movements that partially occlude the face, while sys-
tematic occlusions result from people wearing sunglasses, scarves,
and so on. [5,6]. In both cases it is important to train the system
using non-occluded face images but to test with both occluded
and non-occluded images. In many situations, FER systems must
be able to operate with occluded face images [5,6]. To this end,
Zhang et al. [7] proposed an FER system in which the face image
is first extracted using the well-known Viola-Jones face detection
algorithm [4] and, then, scaled it to a fixed size of 48 x 48 pix-
els. Next, a set of face images with occluded regions were simu-
lated by adding masks to the extracted facial regions. These im-
ages were then convolved using a bank of Gabor filters with eight
scales and four orientations to estimate the Gabor images. The Ga-
bor images were then fed into the Monte Carlo algorithm to gener-
ate a set of randomly sampled Gabor templates that were partially
influenced by the occlusions. These templates served as a pool of
local features used to replace the occluded template during testing
[7]. The salient features least influenced by the occlusion were fur-
ther determined during the learning process using a support vec-
tor machine (SVM). During testing, template matching was used
to find the stored local features that most closely resembled the
features located within the space around a partially occluded tem-
plate [7]. This allows replacing the partially occluded templates
with nearby non-occluded templates, resulting in a higher recog-
nition rate. Given that four different template sizes and 1000 tem-
plates of each size are used for each of the seven emotions men-
tioned above, the final set contains 28,000 templates [7]. However,
using this number of templates for matching may prove to be too
large for some applications.

Benitez-Garcia et al. [12] proposed an FER scheme that takes
the problem of partial occlusion into account. The system pro-
posed in [12] first receives the face image and segments it into
four regions using the approach proposed by Vukadinovic et al.
[13], which detects the iris position. Then, using this information,
it estimates the eyes, mouth, forehead and nose regions. These
are characterized using the sub-block eigenphases method [14].
Next, the SVM is used to make a partial decision for each region.
These decisions are then used together to make a final decision us-
ing their modal values. This approach is based on segmenting the
face image into several regions instead of characterizing the en-
tire facial image [12], which improves the emotion recognition rate
for slightly occluded faces. The improvement occurs because the
method makes a partial decision for each region, while the global
decision is made using the modal values of all the individual deci-
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sions. Evaluation results showed that using the eyes, mouth, fore-
head and the all-face regions yields a recognition rate of 92%; how-
ever, even when the face region is partially occluded, the method
still provides a recognition rate of 87% [12].

This paper proposes a FER algorithm that extends the scheme
proposed in [15], in which the face image is segmented into
two ROIs—the forehead/eyes and mouth regions. This segmentation
makes it possible to make accurate decisions even if one of the two
ROIs is partially or totally occluded. In the proposed system, after
the ROI estimation, each region is segmented into a set of N x M
blocks that are correlated with a set of Gabor functions [16,17] to
obtain an L x NM feature matrix, where L is the number of train-
ing images. The resulting factures matrix is then applied to a PCA
[11] for dimensionality reduction. We also propose a classifier that
has low computational cost and is based on a fuzzy logic approach.
This classifier provides recognition rates similar to those provided
by other high-performance classifiers; however, its low computa-
tional cost allows the proposed scheme to be implemented even
in smart devices with low computational power and in situations
that require an immediate response. The proposed algorithm was
evaluated on the KDEF data base [18,19] which consists of 490
color images of 70 people grouped by seven facial expressions. The
database is used to carry out two different evaluations. In the first,
the FER system was evaluated using only one ROI assuming that
the other one was occluded. In the second, both ROIs were used
for evaluation. The evaluation results show that when using only
one ROI, the proposed system provides a recognition rate of 98%;
however, when using both ROIs the recognition rate increases to
99%.

The rest of the paper is organized as follows: Section 2 de-
scribes the system framework. Section 3 shows the experimental
results, and Section 4 provides conclusions.

2. Proposed system

Fig. 1 shows the system framework for the proposed (FER) sys-
tem. First, a received image is fed into the face extraction stage,
which detects the face image using the Viola-Jones algorithm [4].
Next, the detected face image is passed to the region of interest
(ROI) segmentation algorithm, which first estimates the dimen-
sions of the face using either the Ig(x, y) and Ig(x, y) planes in
the RGB color space or the Iy(x, y), Iy(x, y) orly(x, y) planes in
the YUV color space. Then, using this information, the ROIs are au-
tomatically segmented to obtain the mouth region and the fore-
head/eyes region using the image moments [15,20] and projective
integrals [21,22]. These two ROIs are then segmented into N x M
non-overlapping blocks that are then cross correlated with a set
of Mg =54 Gabor functions. Next, the first value of the estimated
cross-correlation matrixes between each block and the set of Mg
Gabor functions are averaged and the resulting vector of size NM
is used to estimate the feature vectors of each ROI. These fea-
tures are then concatenated into three different vectors: mouth,
forehead/eyes, and mouth + forehead/eyes. Next, the three vectors
are independently processed by the PCA stage for dimensionality
reduction. Finally, the resulting vectors are fed into the proposed
classifier stage to make the final decision. The following sections
provide a more complete description of all the stages of the pro-
posed system.

2.1. Face segmentation

The image received by the FER system is first processed by
the Viola-Jones algorithm [4] to segment the face from the back-
ground. However, some areas of the detected face image such
as the hair, ears, or background may contain noise that is not
relevant for facial expression recognition. To eliminate unneeded
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Fig. 1. Block diagram of the proposed algorithm.
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Fig. 2. (a) Original image, (b) Image obtained by the subtracting the green compo-
nent from the red one, (c) a binarized image using a specified threshold.

content that may reduce the recognition rate of the proposed fa-
cial expression recognition system, a more accurate estimation of
the facial dimensions is carried out by adjusting the dimensional
parameters. To do this using the RGB color space, the face image
is split into its three color components—the red, green and blue
channels. Next, the green channel is subtracted from the red one
[15], Igg(x, y), to highlight skin tones. Then, the resulting image is
binarized as shown in Eq. (1) using an experimentally determined
threshold, Th, [0.1Tgc(x.y) < Th < 0.3Ig(x, y)]. Fig. 2 illustrates the
process, and Eq. (1) is shown below:

0 Ig(x,y) < Th

255  Igg(x,y) =Th’ m

Ip(x.y) =

To use the YUV color space for face image segmentation, we
follow the same procedure described above but replace the plane
Igg(x, ), in Eq. (1) with one of the planes Iy(x, y), Iy(x, y) orIy(x, y)
with the threshold Th. The Th threshold is given by [0.1]y(x,y) <
Th < 0.3Iy(x,y)] when using planes U or V or by [0.1ly(x,y) <
Th < 0.3ly(x,y)] when using the Y plane.

2.2. Adjusting the face dimension

After the image binarization shown in Fig. 2(c), the moments of
the resulting binarized image are estimated as follows [15,20]:

Ng Mg

Mpg =" 3 XPyilp(x.y), @)

x=1y=1

where Ig(x, y) is the binary image intensity at position (x, y) and
Ng and My are the number of columns and rows in the image, re-
spectively, while p and q denote the moment order of the image.
Next, using Eq. (2), the centroid can be estimated as follows:

Xc =My 0/Mo,0, (3)
Ye = Mo.1/Mop. (4)
Then, using Eqs. (2)-(4), the following variables are defined

_ My

0= foe =% (5)
_ o Mia

b= z(m xc}’c)- (6)
_ Moo 5

c= Moo -ye (7)

Next, using Eqs. (5)-(7), the width of the face image can be es-
timated as follows:

= 2 —0)?
W:2\/(a+b) Vb2 +(a C)‘

5 ®)

Using W, the left (x;) and right (x;) edges of the face image can
be estimated as

x=Txl =[5 | 9

and
X = [x(]—[ghrwm

Then, using W, the upper edge of the face image can be esti-
mated as follows:

Yu=[¥el —0.84[¥]. (1)

Using Egs. (9)-(11), the face image is segmented as illustrated
in Figs. 3 and 4.

(10)

2.3. Forehead/eye segmentation

Forehead/eye face segmentation is a critical part of the pro-
posed facial expression recognition system. To segment this area,
the segmented face region is divided into three horizontal (A, B
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Fig. 3. Segmented face region.

Fig. 4. Symmetrical relationship of the face image.

Fig. 5. (a) Original image and (b) equalized version of the image obtained by sub-
tracting the red and green planes.

and C) regions, starting from the top at the point y, given by
Eq. (11) and shown in Figs. 3 and 4, where region A is the fore-
head/eyes ROL

2.4. Mouth segmentation

To perform the segmentation of the mouth region, consider
the detected face region, which is divided into three horizontal
sections of the same size starting at the edge y,, as describe in
Section 2.3. Region C as shown in Fig. 4 is the mouth ROI. How-
ever, unlike the forehead/eyes region, in this case, it is necessary
to segment only the mouth region. To this end, a histogram equal-
ization of the image Igg(x, y), is performed [23] as shown in Fig.
5.

The next step in the automatic segmentation of the mouth re-
gion is to estimate the horizontal projective integral [21,22], which

Based Systems 110 (2016) 1-14
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Fig. 6. Horizontal projective integral of the mouth ROl
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Fig. 7. Detection of the mouth ROI.

is the average of the pixel values of each column. This is a vector
containing the average value of the pixels in each column of the
image inside the ROL. Fig. 6 shows the horizontal projective inte-
gral estimated using the equalized image shown in Fig. 5b. Next,
we obtain the position of maximum value of the projective inte-
gral,

D = x|Dg¢(x) — max, (12)

which is given by

|DRC(X)lmax =

10 |
rT‘Z’RG(X-}’) (13)
y=1 max

Then, using the value "D,” the left border of the ROI containing
the mouth is estimated by subtracting D from X, while the right
border is obtained by adding it to x., keeping the original image
height, as shown in Fig. 7. This procedure allows the automatic ex-
traction of the mouth ROI

When using the YUV color space, the forehead/eye and mouth
ROI segmentations can be carried out using the same procedure
described in Sections 2.2-2.4, replacing the plane Igg(x, y) with one
of the planes Iy(x, y), Iy(x, y) orly(x, y).

2.5. Feature extraction

To perform feature extraction, each of the detected ROIs is di-
vided into N x M blocks, which are characterized by the average of
the first term of the cross correlations between each block and 54
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Gabor functions. Next, the resulting feature vectors of each of the
L training ROIs with their NM elements are arranged in an L x NM
matrix and applied to a PCA stage for dimensionality reduction.
The following sections provide a brief description of these stages.

2.5.1. Gabor functions

The Gabor functions are widely used in many image pro-
cessing applications such as texture analysis and face recognition
tasks [16,17] because they are robust to luminescence changes.
These functions have frequency responses with specific orienta-
tions, frequency-selective properties, and joint optimum resolution
in both spatial and frequency domains. The 2D Gabor functions are
given by

h(x.y.i k) = g(x'y") exp(j27FX), (14)
where the parameters (x, y) express the location in the spa-
tial domain, F=m/2*!), i=12,..,N; is the spatial frequency,
¢r=km [Ny, k=12,....Ny is the rotation angle, and g(x’, y') is the
2D Gaussian function given by

x? +y’2)

252 (15)

7 1
g(x\y) = Tk exp (“

where o =NJ2, and N is the number of blocks in the x axis and
(X,y') =x cos¢py + y singy —x singy +y cos @y. (16)

Thus, using the Gabor functions in Eqs. (15)-(17), the (n, m)th
block of the ROI can be characterized as follows:

1 NN
Wi = —— W(m.n,i. k), (17)
"™ NeNg gg
where
R-1Q-1
W(m, n,i k)= ZZf(Rn+x.Qn+y)h(x.y‘i,k) ; (18)
x=0 y=0

2.6. Principal component analysis (PCA)

Principal component analysis is one of the most widely used
methods for dimensionality reduction. It obtains a set of L + 1 fea-
ture vectors, where L is the number of training images [11]. To ac-
complish this, it first represents the feature vector of the gth train-
ing image (given by Eq. (17)) in a vector form of size MN as fol-
lows:

( (
W@ = [wi®, wi®, i wi® . wr, Wil (19)

where r=nM+m, m=0, 1,..,.M—-1,n=0, 1,..,.N— 1, and MN is the
feature vector size of each ROl Next, a matrix G of size L x (NM) is
constructed, concatenating all vectors W) contained in the train-
ing set, where L=TS < NM, T is the number of classes, and S is the
number of training images for each class, as shown below:

Yoo Yo1. Yoo -Vor. - Vonm-
wo | Yo Vi iz Ve o Yame | 20)

Yo 'lle Y2 YLre 1/quv-M4

where
Vi =w — i, @1
and
=
W=7 2w (22)
k=0
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Next, the eigenvectors and eigenvalues of the covariance matrix
given by WTW associated with the L+1 largest eigenvalues are es-
timated. These are sorted from largest to smallest and used to gen-
erate a dominant feature matrix ® of size L x NM, where L corre-
sponds to the total number of training vectors. Finally, the feature
vector of the image under analysis is given by

0) 4(0) 4(0) 0) (0) {
b0 91y - Pui-1 W‘U
(1) (1) (1) (4)] (1) w
r=|% ¢ ¢ b B DL @
(L) 4L p(L) (L) (L) i
¢ LR 6 R ¢z --¢r o - NM-1 WINM—!

where T is the resulting feature vector of size L that is fed into
sfcati (a) ) gl () (a) 4

the classification stage, [ ¢ Py , o0 ¥ g\, s the

qth eigenvector, and [wy, wi..... w'NM‘I]T is the feature vector of

the image under analysis belonging to the ith stage, as given by

Eq. (19).

2.7. Classification stage

The proposed classifier (Fig. 8) operates in a supervised form to
generate several clusters for each class. The number of classes, I,
and the number of training patterns, K, for each class are assumed
to be known, although the number of clusters that will be gener-
ated for each class is unknown beforehand. It is also important to
mention that in the proposed classifier the clusters of each class
are trained independently of the other classes. Thus if a new class
is added, the already trained clusters remain unchanged, and it is
necessary to estimate only the clusters for the new class.

To develop the training algorithm, consider the following ma-
trix:

E= R0 D5 v | 1 —— ) (24)
where
Fico Tion - Tios
P Fito Titn - T (25)
Fiko Tik1 .. Tiks

denotes the features vectors of the ith class, I';,, corresponds
to the mth component of the nth feature vector of the ith class,
and B = NM. Before training the classifier, the vector containing the
number of clusters created for each class V(i), the parameter de-
noting the total number of clusters in the system, y, and the class,
i, are set to zero. Because the clusters belonging to each class are
independently estimated, system training begins by initializing the
clusters belonging to the class under analysis.

Step 1. Initialization process

Consider Y = Iy and ypm = Tpm, that is,

YT
Yoo Yo1 .- YoB (T!

Y= | Y10 Y1 . B _ Yo . (26)
Yo Yuio e VB Y{

Next, assume that the index of the first cluster is p=0; then,
build a vector N, containing the number of elements in each clus-
ter initialized with zeroes, that is,

Ne=10. 0, 0, 0,....0], (27)

Next, build a vector S; containing the variance of each cluster—
also initialized with zeros,

Si=[0. 0.0, 0...0] (28)

and assign the first row of matrix Y to the initial value of the first
centroid:

C€(0,j)=Y(.j), j=0,1,2, 3..B (29)
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Fig. 8. Proposed classifier based on a fuzzy logic approach when classifying facial expressions using both the mouth and forehead/eyes regions.

Next, set the matrix Y(!) by eliminating the first row from Y,
which was used to estimate the centroid of the first cluster as
shown in Eq. (29). That is,

(1) (1) (1)

Yoo Yoi - Yo
(1) a) (1)
yo [ Yo Vi1 o Vg | (30)
0 M) )
w0 Vg1 o Yigs

where Y(V) is a matrix of Ly x B and Ly = L— 1. Next, determine the
rows of Y(!) that have the maximum and minimum distance with
respect to C(0,j), that is

dy =max(dy), k=0,1,2,....Ly (31)
and
dm = min(dy), k=0,1, 2,....Ly. (32)
where
= 2
di= Y (YO D) —CO D) k=05 1 2us Ly. (33)
j=0

Then, using the mth row of Y(!) (which corresponds to the min-
imum distance), modify N(0), the centroid C(0,j), and the variance
Si(04) as follows:

Nc(0) = Ne(0) + 1, (34)
. Ne(o)-1 . 1 vym ¢

C(0, j) = WC(O.}) + WY (m, j), (35)
8 Nc(0) -1 . 4 ;

smn:%sw.m (YO (m, j) - €0, )% (36)

Nc(0)

Next, using the Mth row, the second cluster of the first class is
estimated as follows:

C(1,j)=YV(M,j), j=0,1,2 3..B (37)

In the second iteration, first compute the matrix Y(?), deleting
the mth and Mth rows from matrix Y(!). Thus,

(2) (2) (2)
A
( )
Yo - | Yio  Yia Yis |, (38)
(2) (2) (2)
Yo Yia - Yiys

where Y2 is a matrix of Ly x B and Ly =L~ 3. Then, estimate the
rows of Y(2) that have the maximum and minimum distance with
respect to C(p,j), p=0, 1 using

dyn=max(dy,), k=0,1,2,....Ly; r=0,1, (39)
and
dpn=min(dy,). k=0,1,2, ..., Ly: r=0,1, (40)

where m denotes the row index of Y(2) and n is the index of the
centroid with the smallest distance among them, while M is the
row index of the Y(?), and N is the index of the cluster with
the maximum distance among them, and

B

der =Y (YO (k) -Cr. )’ k=0,1,2,....Ly r=1,2
=0

(41)

Next, using the mth row, which corresponds to the minimum
distance, modify N(n), the centroid C(n,j), and the variance Sj(n,j),
where n and m are given as follows:

Nc(n) = Nc(n) +1, (42)
. Ne(n) -1 3 1 v ;
C(n, j) = “New C(n, j) + N—c(n)Y (m, j), (43)
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= d
s(n.7) = Y1) + i (V2 m ) € ) e
dpp=min(dy,). k=0.1,2.....Ly; r=01......2t (56)

Next, increasing the number of clusters by one (that is,
p=p+1) and using the row of Y(2) whose distance with respect
to all clusters is the largest, obtain the value of the pth cluster:

C(p.j)=Y?PM.j). j=0.1,2 3.8 (45)

In the third iteration, compute the matrix Y(3), deleting the mth
and Mth rows from Y(2), Thus,

(3) (3)

Yoo Yo Yo
3) 3) 3)
y® — | Yo Yino o Vi (46)
(3) 3) (3)
6 S == Ve

where Y®) is a matrix of Ly x B and Ly =L — 5. Next, estimate the
rows of Y(3) whose distances with respect to C(p,), p=0, 1, 2, are
the maximum and minimum, respectively, as follows:

dyn =max(dy,), k=0,1,2,..., Ly; r=0,1,2 (47)
and
dmn=min(dy,). k=0,1,2,....Ly; r=0,1, 2, (48)

where m denotes the row index of Y3), and n denotes the index
of the centroid with the smallest distance among them, while M is
the index of Y), and N is the index of the cluster with the largest
distance among them, and

B
e = 3 (YO ko) - € )% k=0, 1, 2,....Ly;

j=0
r=0; 1, 2 (49)
Next, using the mth row, which corresponds to the minimum

distance, modify Nc(n), the centroid C(n,j), and the variance S(n,j),
where n and m are determined as follows:

Nc(n) = Ne(n) + 1, (50)
. Ne(n) -1 : 1 vo i
C(n,j) = Wc("'}) + mv (m. j), (51)
And
Nc(n) -1

s, j) = S(n.j) + %(n)(v"’(m,j) —cmn. i)’ (52)

Nc(n)
Next, increment the number of clusters by one (that is,
p=p+1) and, using the row of Y®) whose distance with respect
to all clusters in the ith class is the largest, obtain the value of the
pth cluster as follows:

C(p.j)=Y®WM,j), j=0,1,2 3..B (53)

Step 2.

In general, compute the matrix Y(t*1), deleting from Y(*) the mth
and Mth rows obtained in the previous stage and set Ly =Ly—2.
Thus

(t+1) (t+1) (t41)
y?inl) y(()r'] no y?isl)
+ + +
Y+l — Yio Yia e Yig X (54)
(t+1) (t+1) (t+1)
Yigo  Yiga v YiyB

Next, estimate the rows of Y(**1) that have the maximum and
minimum distance with respect to C(pj), p=0, 1, ...t+1 as fol-
lows:

dyy =max(dy,), k=0,1,2... Ly r=0 1...2t (55)

where m denotes the row index of Y(**), and n is the centroid in-
dex with the smallest distance, while M is the index of Y(**1), and
N is the index of the cluster with the maximum distance among
all clusters belonging to the ith class, and

B
der = Y (YD (K, j) - C(r )
j=0

2

r=1, 22t (57)

Next, using the mth row, which corresponds to the minimum
distance, modify N¢(n), the centroid C(n,j), and the variance S(n,j),
where n and m are as follows:

Nc(n) = Ne(n) +1, (58)
. Ne(n) -1 ; 1 (t+1) i
C(n, j)= WC(H.J) + WY (m, j), (59)
And
 Ne(n)—1 ) 1 ) )
S(n. j) = %S(n.n + M(Y‘””(m.n - j))*

(60)

Next, using the row in Y("*1) whose distance with respect to all
clusters is the largest, obtain the value of the cluster p=p+1 as
follows:

C(p.j) =YD(M.j). j=0.1, 2. 3..B (61)

If Ly > 2, then go to Step 2.

After the training vectors belonging to the ith class have been
analyzed, the centroids and variances C; and S; of each of the re-
sulting p clusters are arranged as follows:

T
€= [ Gy s Gz Oy | (62)
and

T
Si =[S Sty St ys20 o S (63)

where N; = N;.; + p denotes the number of clusters of the ith stage.
Next, set W(y)=p,A=A+pand y =y + 1. If y <[, where [ is the
total number of classes, go to Step 1; otherwise, the centers and
variances of all clusters belonging to any of the I classes are ar-
ranged as follows:

T
C= [T GO it G sG] (64)

T
S=[S0+4-4 SRy Sty +++s Sha, Shegts =y Sy 0+ Sw] (65)

where N;,;—N; denotes the number of clusters of the (i+1)th
class.

2.7.1. Evaluation stage

During training, the system estimates the N; — N;_; clusters be-
longing to the ith class of the kth ROI, where i=1,...,Ayand k=1,
2. These will be used in the evaluation stage. Here, because any
class is classified using N;—N;_; clusters, the system must first
evaluate whether the input pattern belongs to any such clusters.
Then, it uses that information to determine if the input pattern
belongs to the jth class. To this end, the feature vectors of the kth
ROI are first estimated as follows:
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